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RESUMO: O Brasil apresenta um amplo potencial eólico a ser explorado, atualmente, 

observa-se a grande expansão desta fonte de geração, principalmente no nordeste do Brasil, 

onde os ventos apresentam uma importante característica de complementaridade em 

relação às vazões do rio São Francisco. Porém, devido à incerteza associada à potência 

disponível, o aprimoramento das ferramentas de previsão de curto prazo representa um 

fator determinante para a operação do sistema, contribuindo para facilitar a 

comercialização de energia elétrica, o controle dos parques eólicos e fornecer uma 

estimativa futura para determinada localidade. Este trabalho é uma contribuição aos 

modelos de previsão de velocidades médias horárias dos ventos, para o horizonte de 

previsão de uma a quatro horas, utilizando as Redes Neurais Artificiais, sistemas Neuro-

Fuzzy e o Reservoir Computing como métodos de inteligência artificial e as variáveis 

velocidade média do vento, umidade do ar, radiação solar e temperatura como entradas dos 

modelos de previsão. Os resultados obtidos para as previsões com alguns modelos 

propostos, revelaram ganhos da ordem de 50 % quando comparados com o modelo de 

referência, ratificando a eficiência dos modelos desenvolvidos.  
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RESUMO: Brazil has a large wind potential to be exploited, currently, there is a great 

expansion of this source of generation, primarily in northeastern Brazil, where winds have 

an important feature of complementarity with the flows San Francisco River. However, 

due to the uncertainty associated with the available power, the improvement in short-term 

forecasting tools is a key factor for system operation, helping to facilitate the sale of 

electricity, control of wind farms and provide an estimate for future Local determined. This 

work is a contribution to the average speeds hourly forecast models of the winds, to the 

forecasting horizon of one to four hours, using the Artificial Neural Networks, Neuro-

Fuzzy systems and Reservoir Computing as methods of artificial intelligence and speed 

variables average wind, humidity, solar radiation and temperature as inputs for forecasting 

models. The results obtained for predictions with some proposed models, showed gains of 

about 50% compared to the reference model, confirming the efficiency of the developed 

models. 
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CAPÍTULO 1  

1. INTRODUÇÃO  

 

 No presente capítulo são feitas as considerações iniciais e uma breve descrição da 

organização do texto. Também é apresentada a contribuição desta dissertação. 

1.1 Considerações Iniciais 

 

A energia eólica provém do aquecimento não uniforme da superfície terrestre pelos 

raios solares e pelo movimento de rotação da terra, causando o movimento das massas de 

ar, dando origem aos ventos (PAVINATTO, 2005). É uma fonte que apresenta baixos 

índices de poluição, devido a não lançar durante a geração, gases poluentes na atmosfera. 

Com o desenvolvimento de novas linhas de pesquisa e equipamentos, os custos de 

instalação e produção de energia elétrica a partir do vento tem se tornado bastante atrativo, 

colocando a energia eólica como forte concorrente em relação às fontes de geração 

térmica, devido a possibilidade da transmissão de energia elétrica produzida em 

decorrência dos ventos em grandes blocos. 

Com a criação do programa PROINFA, em 2002, o governo teve como intuito 

promover a diversificação da matriz energética nacional, buscando alternativas para 

aumentar a segurança no abastecimento de energia. De todas as fontes alternativas 

exploradas, a energia eólica se apresenta como mais promissora (PROINFA, 2002). 

Atualmente a potência eólica instalada no parque gerador nacional é da ordem de 3752 

MW, ou seja, 2,88 % de toda capacidade disponível do SIN. Além disto, dos 148 projetos 

em execução atualmente, cerca de 68 % destes projetos, correspondem a novos projetos de 

geração eólica, o que vai propiciar ao parque gerador nacional o incremento de 2670 MW 

nos próximos anos (ANEEL, 2014). 

Porém, devido às características estocásticas do vento, a geração eólica possui certas 

desvantagens quando comparadas com outras fontes de energia elétrica. A energia elétrica 

gerada por usinas eólicas é variável, tornando-a menos confiável quando comparada com 

as fontes de energia tradicionais (LEITE, 2005).  

Devido à incerteza associada à potência disponível, o aprimoramento das ferramentas 

de previsão de curto prazo representa um fator determinante para a operação do sistema. A 
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previsão eficaz dos ventos pode contribuir para facilitar a comercialização de energia 

elétrica, contribuir para os sistemas de controle dos parques eólicos e fornecer uma 

estimativa futura para determinada localidade. 

Vários modelos são utilizados para previsão de vento (GIEBEL et al., 2003; MILIGAN  

et al., 2003), e com o advento dos métodos de inteligência artificial aplicados em diversas 

áreas de previsões, sua utilização foi disseminada também na área de previsão de ventos 

(FERREIRA et al., 2008; COSTA et al., 2008; KARINIOTAKIS et al., 1996). Os métodos 

de inteligência artificial se caracterizam pela robustez e capacidade de generalização do 

aprendizado durante o treinamento. 

 O Brasil apresenta um amplo potencial eólico a ser explorado, e o desenvolvimento 

de ferramentas de previsão de vento é de fundamental importância para que se tenha um 

sistema confiável e eficiente. 

1.2 Objetivos 

 

Esta dissertação tem como objetivo o desenvolvimento e a avaliação de modelos de 

previsão de velocidade de vento, utilizando as Redes Neurais Artificiais (RNA), ANFIS e 

o Reservoir Computing como métodos de inteligência artificial. 

 Os modelos realizam a previsão de velocidade de vento para os passos de previsão 

de uma até quatro horas, nos quais as entradas podem ser uma ou mais variáveis. As 

variáveis considerada neste texto são as seguintes: velocidade média horária dos ventos, 

altura das marés, temperatura instantânea, umidade relativa do ar e nível de radiação solar.  

 Espera-se contribuir com esta dissertação, para o desenvolvimento de uma 

ferramenta computacional confiável e eficiente para previsão de velocidade de vento. 

Foram escolhidos os estados de Pernambuco e Rio Grande do Norte para avaliação dos 

sítios eólicos, devido às características de complementaridade entre a vazão do Rio São 

Francisco e a velocidade do vento no nordeste do Brasil. É importante destacar que a 

região nordeste tem um amplo potencial eólico a ser explorado, da ordem 75 GW, 

inserindo-a como uma região estratégica do ponto de vista de geração de energia elétrica 

por meio de fontes alternativas. 
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1.3 Organização do Texto 

 

 Esta dissertação foi composta de sete capítulos, o primeiro deles é a introdução, e 

os demais serão descritos a seguir: 

¶  Potencial Eólico e Revisão Bibliográfica: neste capítulo é apresentada uma 

descrição sobre o potencial eólico do nordeste do Brasil, assim como uma breve 

revisão bibliográfica sobre alguns modelos de previsão de vento. 

¶ Métodos de Inteligência Artificial: o capítulo apresenta os métodos de inteligência 

artificial utilizados para o desenvolvimento dos modelos de previsão de velocidade 

de vento. 

¶ Avaliação dos Modelos: este capítulo descreve a metodologia utilizada para 

avaliação dos modelos de previsão. 

¶ Elaboração dos Modelos de Previsão: Este capítulo descreve a base de dados 

utilizada para o desenvolvimento dos modelos, bem como o desenvolvimento dos 

modelos. 

¶ Previsões e Comparações Entre os Modelos: Este capítulo são apresentados os 

resultados das simulações obtidas e as análises comparativas entre os modelos. 

¶ Conclusões e Trabalhos Futuros: São apresentadas as conclusões e as propostas de 

trabalhos futuros para que se possa dar continuidade às pesquisas nesse contexto.  
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CAPÍTULO 2  

2. POTENCIAL EÓLICO E REVISÃO BIBLIOGRÁFICA  
 

2.1  Potencial Eólico 

 

Segundo (GWEC, 2014) o potencial eólico mundial instalado até o ano de 2013 era 

da ordem de 318 GW, apenas cinco países (China, Estados Unidos, Alemanha, Espanha e 

Índia) são detentores de 72,2 %, (ver Figura 2.1), de todo potencial eólico mundial. Mesmo 

com esse expressivo crescimento, de 35,3% em 2013, é possível notar que houve uma 

retração quando comparado com o crescimento do ano anterior, 45,2 %.  Até o ano de 

2013 o Brasil era responsável por cerca de 1,07 % de toda potência eólica instalada no 

mundo, destacando-se entre os sete países do mundo que mais incrementaram o seu parque 

gerador eólico no ano de 2013.  

 

Figura 2.1 ï Potencial eólico mundial instalado até o ano de 2013. 

Fonte: (GWEC, 2014). 
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2.2  Potencial Eólico da Região Nordeste do Brasil 

 

A distribuição geral dos ventos sobre o Brasil é controlada pelos aspectos da 

circulação geral planetária da atmosfera próxima, conforme se apresenta na Figura 2.2. 

Dentre esses aspectos, sobressaem os sistemas de alta pressão Anticiclone Subtropical do 

Atlântico Sul e do Atlântico Norte e a faixa de baixas pressões da Depressão Equatorial 

(AMARANTE et al., 2001). 

 

Figura 2.2 ï Distribuição geral dos ventos. 

Fonte: (ANDRADE GUERRA et al., 2011). 

  

A posição média da Depressão Equatorial estende-se de oeste a leste ao longo da 

região Norte do Brasil e sobre o Oceano Atlântico adjacente. Ela coincide com a 

localização e orientação da Bacia Amazônica, no centro da qual existe uma faixa 

persistente de baixas pressões. A Depressão Equatorial é geralmente uma zona de 

pequenos gradientes de pressão e ventos fracos. Ao norte da Depressão Equatorial os 

ventos são persistentes de leste a nordeste. Ao sul, os ventos são persistentes de leste a 

sudeste entre a Depressão Equatorial e o Anticiclone Subtropical Atlântico, o qual tem uma 

posição média anual próxima a 30º S, 25° O. Esse perfil geral de circulação atmosférica 

induz ventos de leste ou nordeste sobre o território brasileiro ao norte da Bacia Amazônica 

e no litoral nordeste. Os ventos próximos à superfície são geralmente fracos ao longo da 

Depressão Equatorial, porém aumentam de intensidade ao norte e ao sul dessa faixa 

(AMARANTE et al., 2001). 

A área entre a Depressão Equatorial e a latitude de 10° S é dominada pelos ventos 

alísios de leste a sudeste. Ao sul da latitude 10º S, até o extremo sul brasileiro, prevalecem 
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os efeitos ditados pela dinâmica entre o centro de alta pressão Anticiclone Subtropical 

Atlântico, os deslocamentos de massas polares e a Depressão do Nordeste da Argentina ï 

centro de baixas pressões a leste dos Andes (AMARANTE et al., 2001). 

Esse perfil geral de circulação atmosférica encontra variações significativas na 

mesoescala e na microescala, por diferenças em propriedades de superfícies, tais como 

geometria e altitude de terreno, vegetação e distribuição de superfícies de terra e água. 

Esses fatores atuantes nas escalas menores podem resultar em condições de vento locais 

que se afastam significativamente do perfil geral da larga escala da circulação atmosférica 

(AMARANTE et al., 2001). 

A Zona Litorânea Norte-Nordeste é definida como a faixa costeira com cerca de 

100 km de largura, que se estende entre o extremo norte da costa do Amapá e o Cabo de 

São Roque, no Rio Grande do Norte. Nessa região, os ventos são controlados 

primariamente pelos alísios de leste e brisas terrestres e marinhas. Essa combinação das 

brisas diurnas com os alísios de leste resulta em ventos médios anuais entre 5 m/s e 7,5 m/s 

na parte norte dessa região (litorais do Amapá e Pará) e entre 6 m/s a 9 m/s em sua parte 

sul, que abrange os litorais do Maranhão, Piauí, Ceará e Rio Grande do Norte. As 

velocidades são maiores na parte sul devido a dois principais fatores: (1) os ventos alísios 

geralmente tornam-se mais fortes à medida que se afastam da Depressão Equatorial; (2) as 

brisas marinhas são significativamente acentuadas ao sul dessa região em razão dos 

menores índices de vegetação e de umidade do solo, fazendo que a superfície do solo atinja 

temperaturas mais elevadas durante as horas de sol e, consequentemente, acentuando o 

contraste de temperaturas terra-mar e as brisas marinhas resultantes (AMARANTE et al., 

2001).  

As maiores velocidades médias anuais de vento ao longo dessa região estão ao 

norte do Cabo de São Roque, abrangendo os litorais do Rio Grande do Norte e Ceará, onde 

a circulação de brisas marinhas é especialmente intensa e alinhada com os ventos alísios de 

leste-sudeste. Adicionalmente, ocorrem áreas em que os ventos são acentuados por 

bloqueios ao escoamento causados por montanhas na parte continental. Entretanto, o vento 

médio anual decresce rapidamente à medida que se desloca da costa para o interior, devido 

ao aumento de atrito e rugosidade de superfície e ao enfraquecimento da contribuição das 

brisas marinhas (AMARANTE et al., 2001). 

A Zona Litorânea Nordeste-Sudeste é definida como a faixa de aproximadamente 

100 km de largura que se estende entre o Cabo de São Roque (RN) até aproximadamente o 
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Estado do Rio de Janeiro. As velocidades médias anuais decrescem de 8 a 9 m/s na porção 

norte (Rio Grande do Norte) até 3,5 m/s a 6 m/s sobre a maioria da costa que se estende até 

o Sudeste. A exceção mais significativa desse comportamento está na costa entre as 

latitudes 21º S e 23º S (sul do Espírito Santo e nordeste do Rio de Janeiro), onde as 

velocidades são próximas de 7,5 m/s. Isso é resultante do efeito de bloqueio do escoamento 

leste-nordeste (causado pelo Anticiclone Subtropical Atlântico) pelas montanhas 

imediatamente a oeste da costa. Nesse caso, é criada uma espécie de aceleração por 

obstáculo, pois o ar acelera-se para o sul para aliviar o acúmulo de massa causado pelo 

bloqueio das formações montanhosas. Ao sul dessa região, a costa do Estado do Rio de 

Janeiro desvia-se para oeste, onde os ventos passam a ser consideravelmente mais fracos 

devido ao abrigo das montanhas a norte e a nordeste. Disso resultam velocidades 

relativamente menores na região que engloba a cidade do Rio de Janeiro (AMARANTE et 

al., 2001). 

As Elevações Nordeste-Sudeste são definidas como as áreas de serras e chapadas 

que se estendem ao longo da costa brasileira, desde o Rio Grande do Norte até o Rio de 

Janeiro, a distâncias de até 1.000 km da costa. Velocidades médias anuais de 6,5 m/s até 8 

m/s devem ser encontradas nos cumes das maiores elevações da Chapada Diamantina e da 

Serra do Espinhaço. Essas áreas de maiores velocidades ocorrem em forma localizada, 

primariamente devido ao efeito de compressão vertical do escoamento predominante em 

larga escala, que é leste - nordeste, quando ultrapassa a barreira elevada das serras. Os 

ventos anuais mais intensos são geralmente encontrados nas maiores elevações, onde o 

efeito de compressão é mais acentuado. No entanto, o escoamento atmosférico é bastante 

complexo nessa região, existindo outras características locais com influência adicional, 

resultantes de uma combinação de fatores relacionados à topografia e ao terreno (GWEC, 

2014). 

 Segundo os estudos realizados por (ANDRADE GUERRA et al., 2011) o potencial 

eólico da região nordeste é da ordem de 75 GW, representando quase a metade de todo 

potencial eólico Brasileiro. Porém, estes dados são baseados no Atlas do Potencial Eólico 

Brasileiro, publicado em 2001, pesquisadores acreditam que este atlas está defasado e uma 

versão atualizada é aguardada desde 2009. O argumento dado é trivial, segundo os 

pesquisadores, o atlas utiliza como referencial a altura do rotor em torno de 50 m de altura, 

e hoje grande parte das turbinas instaladas dispõem de alturas entre 90 m e 100 m elevando 

ainda mais o potencial eólico na região nordeste e também do Brasil. 
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 É importante destacar que a instalação de parques eólicos na região nordeste 

permite a utilização mais eficiente dos recursos hidrelétricos desta região, devido às 

características de complementaridade desta fonte e a vazão do Rio São Francisco onde 

estão instaladas as usinas da CHESF (AQUINO et al., 2010). Na Figura 2.3 é possível 

perceber a complementariedade das fontes, pois durante o período seco (abril até outubro), 

a velocidade média mensal dos ventos na região nordeste aumenta bastante e durante o 

período molhado (novembro a março) ocorre o inverso, a vazão do Rio São Francisco 

aumenta e a velocidade média mensal do vento reduz. 

 

 

Figura 2.3 ï Complementaridade entre geração hidrelétrica e eólica no nordeste do Brasil. 

 

Uma maior preocupação com a operação do sistema deve ser estabelecida no 

período seco, pois o sistema fica fragilizado perante uma penetração maior da energia 

eólica e uma possibilidade menor de controle rápido com a escassez de energia 

hidroelétrica. 
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2.3  Produção de Energia Eólica 

 

 A produção da energia eólica é feita através da captação da energia cinética dos 

ventos pelas pás do aerogerador. As pás estão diretamente conectadas ao rotor, que 

converte a energia cinética dos ventos em energia mecânica, o rotor está conectado a um 

gerador, que converte a energia mecânica em energia elétrica, e esta é distribuída através 

da rede. A Figura 2.4 representa os principais componentes de um aerogerador. 

 

 

Figura 2.4 ï Principais componentes de um aerogerador. 

Fonte: (AMARANTE et al., 2001). 

 

Matematicamente, a energia cinética dos ventos se expressa como: 

                                                                   Ὁ  
ρ

ς
άὺȟ                                                                 ςȢρ 

em que: 

E = Energia cinética (J); 

m = massa de ar (kg); 

v = velocidade do vento (m/s). 
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A potência mecânica disponível no vento a montante do aerogerador, que passa 

pela área varrida pela turbina (A), transversal ao fluxo de ar, se expressa do seguinte modo: 

 

                                                                ὖ
ρ

ς
”ὃὺȟ                                                               ςȢς 

 

em que: 

 

A = Área da seção transversal varrida pelo rotor (m
2
); 

” = Densidade do ar (kg/m
3
). 

 

O valor da potência calculado pela Equação (2.2) é a potência disponível no vento. 

Porém, a máxima potência que pode ser extraída do vento por uma turbina eólica apresenta 

uma limitação que é referente a uma velocidade do vento na saída do rotor eólico que não 

pode ser inferior a 1/3 da velocidade do vento incidente v. Neste caso, o rotor absorve a 

energia equivalente a 2/3 da energia disponível no vento livre antes da turbina 

(CUSTÓDIO, 2009). Em condições ideais, o valor máximo da energia captada por um 

rotor eólico é limitado pelo máximo de Betz dada pelo fator 0,593. O qual representa que, 

59,3% da energia contida no fluxo de ar podem ser extraídos por uma turbina eólica ideal. 

 Devido às perdas inerentes ao processo de conversão de energia, o máximo de Betz 

não pode ser atingido, e assim, a potência realmente extraída pela turbina é: 

 

                                                                  ὖ  
ρ

ς
 ”ὃὺὅȟ                                                           ςȢσ 

em que: 

 

ὅ = Coeficiente de potência do rotor ou eficiência do rotor (adimensional). 

 

 Há dependência da potência realmente extraída em relação à densidade do ar, 

porém a densidade do ar é função da altura. Logo, é conveniente estimar a densidade do ar 

para a altura em que o rotor é instalado pela seguinte expressão (CUSTÓDIO, 2009).  
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                                                       ”ḙ 
συσȟτρ  

Ὄ
τυςχρ

ȟ

ςχσȟρυ  Ὕ
ȟ                                         ςȢτ 

em que: 

 

Hm = Elevação do Local (m); 

T = Temperatura ambiente (K). 

 

 Outro fator é a velocidade do vento, caso a medição tenha ocorrido em uma altura 

diferente daquela onde será posicionado o rotor, as velocidades deverão ser corrigidas para 

a altura do rotor. Na literatura atual, dois métodos práticos são utilizados para fazer a 

conversão, através do perfil exponencial, mais conhecido como lei da potência e o 

comportamento logarítmico (CUSTÓDIO, 2009).  

  

A expressão matemática do comportamento logarítmico é a seguinte:  

 

                                                            
ὺὬ

ὺ
  
ὰὲ
Ὤ
ᾀ

ὰὲ
Ὤ
ᾀ

ȟ                                                                ςȢυ 

em que: 

 

ὺὬ = velocidade na altura h; 

ὺ= velocidade na altura Ὤ(conhecida); 

Ὤ = altura da medição velocidade ὺ; 

Ὤ = altura pretendida para velocidade ὺὬ. 

 

A Equação 2.6 representa a lei da potência. 

 

                                                               ὺὬ = ὺ Ȣ                                                              ςȢφ 

em que: 

 

‌  Coeficiente que depende da natureza do terreno e está contido no intervalo [0,06, 0,6]. 
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2.4 Revisão Bibliográfica 

 

A referência (GIEBEL et al., 2003) foi utilizada como orientação para o 

desenvolvimento desta seção. Em (GIEBEL et al., 2003) uma visão geral sobre as 

tentativas passadas e presentes para previsão de ventos e geração eólica de turbinas 

individuais ou regiões inteiras é fornecida. A previsão é realizada para passos previsão de 

minutos até horas, e para horizonte de previsão de alguns dias à frente. Em (MADSEN et 

al., 2004), é elaborada uma metodologia padronizada para apresentar os resultados sobre a 

precisão de um modelo de previsão, com o objetivo de ter uma ideia clara sobre as 

vantagens de uma abordagem específica em relação aos métodos de referência.  

 Dependendo das entradas, os modelos para previsão de curto prazo são 

classificados em físicos, estatísticos ou a combinação de ambos. A modelagem física 

utiliza considerações físicas, ou seja, considerações meteorológicas, topológicas e 

características das turbinas eólicas. Modelos estatísticos utilizam variáveis explicativas e 

medições on-line, geralmente empregando técnicas recursivas, como mínimos quadrados 

recursivos ou redes neurais artificiais. O objetivo do modelo físico é encontrar a melhor 

estimativa possível do vento e em seguida utilizar o modelo estatístico para redução do 

erro remanescente. Ambos os modelos usam o NWP (numerical weather prediction). 

Modelos que não usam o NWP são aceitáveis para as três ou quatros primeiras horas, 

porém para longos horizontes de previsão apresentam resultados insatisfatórios. Em geral, 

é utilizada uma combinação de ambos os modelos para realização das previsões 

(SIDERATOS et al., 2006). 

 Um método avançado de estatística para previsão de energia eólica com bases em 

técnicas de inteligência artificial é apresentado (SIDERATOS et al., 2006).  O método 

requer como entrada as medições de potência passadas e as previsões meteorológicas de 

velocidade e direção. A principal contribuição do método é que ele usa redes neurais, 

combinadas com um modelo de lógica fuzzy a fim de otimizar o uso dos modelos de 

previsão numérica de velocidade. 

 Em (AQUINO et al., 2013), são desenvolvidos dois modelos para previsão de 

geração eólica, com o passo de previsão de seis horas e horizonte de previsão de cinco 

dias. Ambos o modelos utilizam as RNAs como ferramenta de inteligência artificial e as 

entradas são velocidades de vento e/ou potência ativa, para produzirem a previsão de 

geração. Para o passo de previsão de seis horas, a velocidade do vento é discretizadas em 



13 
 

intervalos de tempo de dez minutos, e trinta minutos para o modelo com horizonte de 

previsão de cinco dias. 

 O artigo (AQUINO et al., 2012) sugere a aplicação de redes neurais artificiais, 

sistemas de inferência neuro-fuzzy e análise de multiresolução por transformadas wavelets 

para previsão de geração de energia dos sítios de Macau, Natal e Mossoró, com passo de 

previsão de até vinte quatro horas à frente. Os modelos são univariados e a melhoria obtida 

para o sítio de Natal sobre o modelo da persistência é da ordem de 60 % para o passo de 

previsão de até seis horas. 

 Em (FERREIRA et al., 2008), é utilizado Reservoir Computing do tipo ESN (echo 

state networks) para realizar a previsão de velocidade de vento dos sítios de Olinda e Belo 

Jardim, os sítios são localizados no estado de Pernambuco, o passo de previsão foi de vinte 

quatro horas à frente. O modelo é univariado e as entradas foram escolhidas a partir da 

análise dos coeficientes de autocorrelação. Os resultados foram comparados com o método 

da Persistência e com as redes MLP, obtendo desempenho superior aos métodos 

comparados. 
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CAPÍTULO 3  

3. INTELIGÊNCIA ARTIFICIAL  

 

 O presente capítulo tem como objetivo expor os conceitos básicos sobre 

inteligência artificial que serão abordados no desenvolvimento dos modelos de previsão de 

vento que serão discutidos no capítulo 5. Este capítulo é composto por três seções, em que 

a primeira seção apresenta as Redes Neurais Artificiais, a segunda seção que aborda a 

Lógica Fuzzy, bem como o ANFIS, e por último as Echo State Networks (ESN).   

3.1 Redes Neurais 

 

 Uma Rede Neural Artificial (RNA) é uma tentativa de reproduzir a estrutura e o 

funcionamento do cérebro humano em um computador. As redes neurais apresentam 

características que as tornam especialmente atrativas, que são: paralelismo, processamento 

de informação incerta, capacidade de aprendizagem, robustez e tolerância a falhas. Em 

outras palavras as redes neurais apresentam a capacidade de se adaptar ou aprender, depois 

generalizar, agrupar ou organizar dados e por fim otimizar. 

 As RNAs são sistemas paralelos e distribuídos compostos por unidades de 

processamento simples, chamados de neurônios artificiais, que calculam determinadas 

funções matemáticas (normalmente não lineares). Tais unidades são dispostas em uma ou 

mais camadas e interligadas por um grande número de conexões. Na maioria dos modelos 

estas conexões estão associadas a pesos, os quais armazenam o conhecimento representado 

no modelo e servem para ponderar a entrada recebida por cada neurônio da rede 

(LUDEMIR et al., 2000). 

Hoje, as redes neurais servem de base, entre outras aplicações, para o sistema de 

reconhecimento óptico de caracteres empregados em digitalizadores, previsões 

meteorológicas, detectores de bombas e até mesmo em previsões para o mercado 

financeiro e apresentam-se como uma abordagem alternativa aos métodos estatísticos de 

previsão temporal. 
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3.1.1 Modelo de Neurônio Artificial  

 

 O artigo proposto por McCulloch e Pitts (1943) é o precursor no desenvolvimento 

de redes neurais e inteligência artificial. Nele o neurônio é apresentado com pesos fixos e 

apenas implementam funções linearmente separáveis. 

 Após várias pesquisas chega-se a uma rede neural artificial composta de vários 

neurônios artificiais altamente conectados. 

 Um neurônio artificial é a unidade de processamento da informação fundamental 

para a operação de uma rede neural. Em geral, as RNAs são compostas pela camada de 

entrada, camada escondida (que pode ser denominada como intermediária ou oculta e que 

também pode conter outras subcamadas), e camada de saída. Vale salientar que apenas a 

camada de entrada não é composta por neurônios (AFONSO MARQUES, 2014). A 

camada de entrada é responsável pelas variáveis de entrada do modelo, enquanto a camada 

de saída representa os resultados finais de processamento. Nas camadas intermediárias, o 

processamento é refinado, possibilitando a formação de relações não lineares (HAYKIN, 

2001). 

 A Figura 3.1 representa o modelo de um neurônio artificial, podemos identificar 

três elementos fundamentais que compõem uma rede neural artificial: um conjunto de 

sinapses, um somador ou integrador de sinais e uma função de ativação (função de 

transferência). 

 

 

Figura 3.1 ï Modelo de um Neurônio Artificial . 

Fonte: (LIMA et al.,2009). 
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 Cada sinapse é caracterizada por um peso. Um sinal na entrada da sinapse é 

multiplicado pelo peso sináptico. O integrador realiza a soma dos sinais das entradas, 

ponderado pelas respectivas sinapses. A função de ativação pode amplificar, reduzir ou 

restringir a amplitude do sinal de saída do neurônio artificial a um valor finito. Vale 

destacar que o peso sináptico pode assumir valores positivos e negativos. O modelo neural 

da Figura 3.1 inclui um bias aplicado externamente, que é representado por bk. Ele tem a 

função de aumentar ou diminuir a entrada líquida da função de ativação, dependendo se ele 

é positivo ou negativo. 

 Matematicamente, podemos descrever um neurônio k em função das seguintes 

equações: 

                                                                          ό  ύ ὼȟ                                                                                  σȢρ 

 

                                                                          ώ  • ό  ὦ ȟ                                                                             σȢς 

em que: 

                                                                         ὺ  ό  ὦȢ                                                                                    σȢσ 

 

3.1.2 Função de Ativação 

 

 A partir do modelo proposto por McCulloch e Pitts, foram derivados outros 

modelos que permitem a confecção de uma saída qualquer e com diferentes funções de 

ativação (LUDEMIR et al.,, 2000). Nesta dissertação serão abordados dois tipos de função 

de ativação (função de transferência) que serão utilizados na confecção dos modelos de 

previsão de vento a serem descritos no capítulo 4 deste texto. 

 A primeira função a ser comentada é a função sigmóide logística, este tipo de 

função é a mais comum das funções de ativação utilizadas e apresenta um gráfico cuja 

forma ® um ñsò. A fun­«o sigm·ide assume um intervalo cont²nuo de valores entre 0 e 1 e 

é diferenciável. Sua representação está indicada na Figura 3.2.  
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Figura 3.2 ï Gráfico de exemplo de uma função Sigmóide Logística 

 

Matematicamente, a função sigmóide logística se expressa da seguinte forma: 

 

                                                              •ὺ   
ρ

ρ Ὡ
                                                    σȢτ 

 

em que: 

 

ὥ = é o parâmetro de inclinação da função sigmóide. 

 

 Outra função de ativação comumente utilizada é a tangente hiperbólica. Em alguns 

casos sua utilização é importante, devido à necessidade de se obter o sinal no intervalo      

[-1,1] para saída da função de ativação do neurônio. A Figura 3.3 mostra o gráfico da 

função de ativação tangente hiperbólica. 
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Figura 3.3 ï Gráfico de exemplo de uma função Tangente Hiperbólica. 

 

Matematicamente, a função tangente hiperbólica se expressa da seguinte forma: 

 

                                                              •ὺ   
ς

ρ Ὡ
  ρ                                           σȢυ 

 

 É importante destacar que para a tangente hiperbólica o software de simulação 

utiliza como parâmetro de inclinação o valor de ὥ = 2. 

 

3.1.3 Topologia de Rede Neural Artificial  

 

 O modo como os neurônios de uma rede neural são dispostos está diretamente 

ligada ao algoritmo utilizado para treinar a rede. Em geral, podemos identificar três classes 

de arquiteturas de redes diferentes: redes alimentadas a diante com camada única, redes 

alimentadas diretamente com múltiplas camadas e as redes recorrentes. 

 Nesta dissertação abordaremos as redes alimentadas a diante com múltiplas 

camadas, ou como normalmente é disseminado na literatura Multilayer Feed forward, pois 

está topologia será utilizada para criação dos modelos de previsão de vento. 
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 As redes Multilayer Feedforward são caracterizadas pela presença de uma ou mais 

camadas ocultas. A função dos neurônios ocultos é intervir entre a entrada externa e a saída 

da rede de uma maneira coerente (HAYKIN, 2001). O sentido de conexão é sempre 

voltado para a camada de saída, não havendo realimentação de sinais entre as camadas. 

A rede representada na Figura 3.4 é constituída de dois nós na camada entrada, duas 

camadas ocultas, e para cada camada oculta quatro neurônios foram dispostos e por fim um 

neurônio na camada de saída.  

 

 

Figura 3.4 ï Rede alimentada adiante com três camadas de neurônios. 

 

 De acordo com a Figura 3.4 podemos perceber que a rede é totalmente conectada, 

ou seja, um nó de uma camada da rede está conectado a todos os outros nós da camada 

adjacente seguinte. 

 

3.1.4 O algoritmo Backpropagation 

 

 O algoritmo de aprendizagem supervisionada para o treinamento de redes MLP 

(multilayer perceptron) mais difundido é o backpropagation (retropropagação) devido a 

sua relativa facilidade de implementação e capacidade minimizar o sinal de erro obtido 

através do ajuste dos pesos sinápticos. 

  O treinamento do algoritmo de retropropagação ocorre em duas fases: fase forward 

(para frente) e backward (para trás), cada fase percorre um sentido da rede. Na fase 



20 
 

forward é apresentado à rede um padrão de dados de entrada, a rede processa esses dados e 

gera uma saída, essa saída é comparada com o resultado desejado e definimos o erro 

gerado. Na fase backward, é utilizado o erro calculado na fase forward para atualizar os 

pesos das conexões sinápticas objetivando a minimização do erro ou até a realização de um 

dado número de ciclos. O algoritmo backpropagation é apresentado a seguir: 

 O sinal de erro na saída do neurônio j, na iteração n é definido por: 

 

                                                           Ὡὲ  Ὠ ὲ  ώὲȟ                                                  σȢφ 

 

em que j é um nó de saída. As variáveis Ὠ e ώ significam, respectivamente, saída desejada 

e saída calculada. 

O erro médio quadrático (MSE)  é função de todos os parâmetros livres (pesos 

sinápticos e bias) da rede, ela é obtida somando o quadrado do erro de todos os neurônios 

da camada de saída. O MSE é dado pela seguinte equação: 

 

                                                          ‐ὲ  
ρ

ς
 Ὡ ὲȟ                                                         σȢχ 

 

Considere o neurônio da camada de saída j, sendo estimulado pelas ativações 

produzidas por um conjunto de neurônios a sua esquerda. O potencial de ativação do 

neurônio j é definido por: 

 

                                                             ὺὲ  ύ ὲώὲ ȟ                                             σȢψ

  

 

em que: 

 

 m =  é o número total de entradas. 

 

  Representando a função de ativação que aparece yj(n) na saída do neurônio j na 

iteração n é: 

 

                                                            ώὲ  • ὺὲ ȟ                                                          σȢω 
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 O algoritmo de retropropagação aplica uma correção ɝύ ὲ ao peso sináptico 

ύ ὲ, que é proporcional a derivada parcial cuja expressão é:  

 

                                        
‬‐ὲ

‬ύ ὲ
  
‬‐ὲ

‬Ὡὲ
Ȣ
‬Ὡὲ

‬ώὲ
Ȣ
‬ώὲ

‬ὺὲ
Ȣ
‬ὺὲ

‬ύ ὲ
ȟ                            σȢρπ 

 

Após o cálculo das derivadas parciais da Eq. 3.10 obtêm-se a expressão  a seguir:  

                                                    
‬‐ὲ

‬ύ ὲ
   Ὡὲ• ὺὲ ώὲȟ                                 σȢρρ  

 

A correção ɝύ ὲ aplicada a ύ ὲ é definida pela regra delta: 

 

                                                         ɝύ ὲ   ʂ 
‬‐ὲ

‬ύ ὲ
ȟ                                                 σȢρς 

 

O sinal negativo indica a descida do gradiente no espaço de pesos, ou seja, busca 

uma direção para a mudança de peso que reduza o valor de ‐ὲ. 

Após o desenvolvimento do algoritmo a atualização dos pesos pode ser expressa da 

seguinte por: 

 

                                                ύ ὲ  ρ  ύ ὲ  ʂ 
‬‐ὲ

‬ύ ὲ
 Ȣ                                  σȢρσ 

 

3.2 Sistemas Neuro - Fuzzy 

 

 A computação neuro ï fuzzy é uma integração entre redes neurais artificiais e 

sistemas de inferência fuzzy. Ela incorpora as vantagens das redes neurais artificiais como 

paralelismo maciço, robustez e aprendizagem de dados em um sistema com a lógica fuzzy 

que possibilita a modelagem da imprecisão e conhecimento qualitativo bem como a 

propagação da incerteza (AFONSO MARQUES, 2014).  
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3.2.1 Lógica Fuzzy  

 

A lógica fuzzy, ou lógica nebulosa é caracterizada pela semelhança a forma como os 

humanos tendem a raciocinar devido a não assumir conceitos absolutistas como 

ñcompletamente verdadeiroò ou ñcompletamente falsoò. A lógica fuzzy trata com graus de 

pertinência, que varia de 0 a 1, sendo 1 o maior grau de verdade de um elemento pertencer 

ao conjunto, e 0 representando o menor grau de verdade (KOSKO, 1997), ou seja, uma 

premissa pode assumir uma proposição parcialmente verdadeira ou parcialmente falsa. 

 A Figura 3.5 representa um exemplo bastante difundido nas literaturas sobre lógica 

fuzzy é o exemplo da temperatura térmica. Os gráficos que constam na Figura 3.5 

representam quatro variáveis térmicas: frio, conforto, relativamente quente e quente.  

 

Figura 3.5 ï Exemplo de funções de pertinência. 

 

 É comum a representação acima através da Figura 3.6, observa- se com mais 

nitidez o limite difuso (nebuloso) entre as variáveis. 

 

Figura 3.6 ï Exemplo de funções de pertinência. 
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Os componentes essenciais do sistema fuzzy estão representando no fluxograma da 

Figura 3.7 e serão descritos a seguir: 

 

 

Figura 3.7 ï Fluxograma conceitual do sistema fuzzy. 

 

¶ Fuzzificador: aplica a cada entrada (valor real) a função de pertinência e a saída 

será um valor entre 0 e 1. cada função de pertinência para uma dada variável de 

entrada é conhecida como uma variável linguística. 

¶ Base de Regras: Consiste de um conjunto de declarações linguísticas na forma de 

SE ï ENTÃO que são criadas pelo especialista ou apropriadas da base de dados. 

¶ Inferência: é um sistema que mapeia conjuntos fuzzy de entradas em conjunto fuzzy 

de saída, determinando como as regras são ativadas e combinadas. Os modelos de 

inferência mais conhecidos são: Modelo de Mamdani e Modelo de Takagi ï 

Sugeno (KOSKO, 1997). 

¶ Defuzificador: é a etapa em que os os valores fuzzy são convertidos me valores reais 

tendo assim um conjunto de saída matematicamente definido. 

 

3.2.2 Sistema de Inferência Mamdani 

 

O modelo de inferência Mamdani foi um dos primeiros sistemas constituído 

utilizando a teoria de conjuntos fuzzy, sendo proposto em 1975 por Ebrahim Mamdani 

(REZENDE, 2005). A regra de semântica tradicionalmente utilizada para o processamento 

de inferências com o modelo de Mamdani é chamada de inferência Máx-Mín. Utilizando 

as operações de união e de interseção entre conjuntos da mesma forma de Zadeh 

(REZENDE, 2005). 

As regras de produção em um modelo de Mamdani possuem relações fuzzy tanto 

em seus antecedentes como em seus consequentes. 
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 Seja um sistema fuzzy composto de n regras, com uma das regras representada 

abaixo: Se x1 = A1 e x2 = A2 e...e xp = Ap então y1 = Bi , em que xi são as entradas do 

sistema, A1...Aj são as variáveis linguísticas definidas pelas funções de pertinência de 

entrada, y1 é a saída e Bi são as variáveis linguísticas definidas pelas funções de pertinência 

da saída. 

 

 O processo de inferência Mamdani pode ser dividido em cinco etapas: 

 

I. Fuzzificação das Entradas 

Nesta etapa toma-se o valor de cada variável de entrada e determina-se o seu grau de 

pertinência para cada uma das regras, ou seja: 

 

                                                                 ‘ ὼ ȟ‘ ὼ ȟȣȟ‘                                              σȢρτ 

em que k = 1,...,n. 

 

II. Aplicação do Operador fuzzy 

Com as entradas fuzzificadas sabe-se qual o grau que cada parte do antecedente satisfaz 

cada regra. Precisa-se gerar o coeficiente de disparo de cada regra Ὀ , para isso aplica-se 

o operador fuzzy presente no antecedente, por exemplo, o operador ñeò. 

 Para aplicar o operador, o sistema Mamdani utiliza a função ñminò, conforme a 

equação 3.15. 

 

                                                  Ὀ   άὭὲ‘ ὼ ȟ‘ ὼ ȟȣȟ‘ ὼ ȟ                      σȢρυ  

  

Todas as regras com coeficiente de disparo diferente de zero, regras que disparam, vão 

contribuir para o cálculo da saída correspondente do sistema de inferência. 

 

III.  Aplicação do método de implicação 

O método de implicação é definido como a modelagem do consequente com base no 

coeficiente de disparo. A implicação se dá em todas as regras. O modelo de Mamdani 

utiliza a função min que trunca a saía do conjunto fuzzy. 

                                                             ί   άὭὲὈȟ‘ ώ ȟ                                              σȢρφ 
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IV.  Agregação das Saídas 

Ao realizar o processo de implicação cada regra gera uma função de pertinência truncada 

para a saída da regra. Como o sistema possui n regras deve-se ter n funções de pertinências 

truncadas que irão gerar a função de saída. Para isso agregam-se todos os gráficos de cada 

uma das funções. No modelo Mamdani utiliza- se a fun­«o ñm§xò. 

 

                                                              ‘   άὥὼί Ȣ                                                          σȢρχ 

 

V. Desfuzzificação 

Nesta etapa é realizado o processo de conversão fuzzy ï escalar em que serão convertidas 

as informações qualitativas em uma informação quantitativa. Os métodos mais utilizados 

para realizar a conversão fuzzy ï escalar são: o método do centro de massa e o método da 

média dos máximos. 

3.2.3 Sistema de Inferência Takagi ï Sugeno 

 

 Na década de 1980 um novo modelo de inferência fuzzy foi proposto, chamado de 

modelo Sugeno ou basicamente TSK este modelo conseguia respostas satisfatórias para 

problemas que fossem representados coerentemente apenas pelas suas relações de entrada 

e saída. 

 Em contraposição ao modelo Mamdani, o modelo de inferência do tipo TSK não 

utiliza funções de pertinência no consequente. As relações de saída são compostas de 

equações paramétricas que relacionam as entradas com as saídas. 

 O processo de inferência TSK será descrito a seguir: 

 O processo de inferência do modelo TSK é similar ao modelo de inferência 

Mamdani, com algumas ressalvas. O modelo TSk não apresenta a fase de defuzzificação e 

na segunda etapa, o c§lculo da fun­«o de disparo em geral n«o ® o operador ñminò. 

 A saída do modelo TSK é calculada como a média ponderada das saídas de cada 

uma das regras que compõem o sistema, em que os pesos são os coeficientes de disparo. 

 Podemos definir o coeficiente de disparo de cada uma das regras como sendo: 

 

                                                  Ὀ   Ὕ‘ ὼ ȟ‘ ὼ ȟȣȟ‘ ὼ ȟ                            σȢρψ 

em que:  

k = 1,...,n. 
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 A saída do sistema TSK se expressa da seguinte forma: 

 

                                                       ᾀ  
В ὈὯȢɲ ὼρȟὼςȟȣȟὼὮ
ὲ
Ὧ  ρ

В ὈὯὲ
Ὧρ

Ȣ                                           σȢρω 

 

A eficiência do modelo de TSK está diretamente ligada à escolha dos parâmetros da 

função paramétrica de saída, normalmente os índices desta função são estimados seguindo 

algum índice de desempenho definido pelo usuário. A minimização do erro quadrático 

entre a saída do modelo de Sugeno e os dados de saída disponíveis é normalmente utilizada 

como medida de desempenho. 

3.2.4 ANFIS 

 

 O ANFIS (Adaptive Neuro Fuzzy Inference System) é um modelo de inferência 

neuro - fuzzy em que adquire o conhecimento de dados usando algoritmos operacionais 

típicos de redes neurais (SDAO et al., 2013). Das redes neurais, utiliza a capacidade de 

aprendizagem, enquanto que da lógica fuzzy se utiliza da capacidade de interpretação. 

 Como o modelo ANFIS utiliza apenas funções deriváveis, torna-se viável a 

utilização de uma combinação entre o algoritmo backpropagation e o método de estimação 

de mínimos quadrados. 

 De acordo com a Figura 3.8, os passos que levam o ANFIS a uma adaptação serão 

descritos a seguir (JANG, 1993): 

 

 

Figura 3.8 ï Arquitetura da rede neuro - fuzzy  ANFIS. 

 Fonte: (SDAO et al., 2013) 
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Camada 1: 

 Na primeira camada, cada unidade (A11, A12, A21, A22) armazena os parâmetros para 

definir uma função de pertinência que representa um termo linguístico como sendo: 

 

                                                                 ὕ  ‘ ὼȟ                                                              σȢςπ 

 

em que x representa a entrada do nó i, Ai é a classificação linguística associada com a 

função do nó e ὕ  é a saída do nó i da camada 1. 

As funções de pertinência podem ser consideradas com funções sino (bell ï 

shaped), cuja expressão é: 

 

                                                 ‘ ὼ  
ρ

ρ  
ὼ  ὧ
ὥ

ȟ                                             σȢςρ 

 

em que, ai, bi e ci são os parâmetros de ajuste. 

A escolha da função de pertinência fica a critério do pesquisador. As mais 

conhecidas são: triangular, trapezoidal, gaussiana e sino (bell ï shaped). Das quatro 

funções de pertinência que foram apresentadas as mais utilizadas são a triangular e a 

trapezoidal, porém possuem derivadas descontinuas nos pontos especificados por seus 

parâmetros, logo impossibilitando a utilização do método do gradiente para otimizar seus 

parâmetros. Logo, as funções de pertinência gaussiana e sino por apresentarem as 

características de serem não lineares e derivadas contínuas tornam-se atrativas para 

especificar conjuntos fuzzy. 

 

Camada 2: 

Os nós desta camada são conhecidos como nós de regras, cada nó calcula o grau de 

ativação de cada uma das regras, ou seja, gera-se o disparo de cada regra: 

 

                                          ύ  ‘ ὼ Ȣ‘ ὼ ȟ    Ὥ  ρȟςȢ                                σȢςς                                 
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Camada 3: 

 A camada de normalização calcula o grau de desempenho relativo das i ï ésimas 

regras para o somatório dos níveis de ativação dos nós, isto é: 

 

                                                      ύ  
  Ễ

ȟ   Ὥ  ρȟςȢ                                         σȢςσ  

Camada 4: 

 

 Nesta camada é calculado o produto de um nível de ativação normalizado da 

camada 3 e uma função Ὢ linear das variáveis de entrada. 

 

                                                       ὕ  ύ ȢὪ  ύ ὴὼ  ήώ  ὶȟ                          σȢςτ  

 

em que {pi, qi, ri} é o conjunto de parâmetros do nó i. 

 

Camada 5: 

 

 A camada 5 agrega os consequentes e produz uma saída fuzzy. O nodo simples 

nessa camada é um nodo fixo uma vez que calcula a média ponderada do sinal de saída da 

camada de saída (O) como (GIEBEL et al., 2003): 

 

                                                           ὕ  ύ Ὢ  
ВύὪ

Вύ
Ȣ                                           σȢςυ 

 

A Figura 3.9 representa um fluxograma conceitual do ANFIS. 

 

Figura 3.9 ï Fluxograma conceitual do ANFIS 

Fonte: (AFONSO MARQUES, A. C., 2014) 
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3.3 Echo State Networks  

 

 As Echo State Networks (ESNs) representam um dos métodos pioneiros de 

Reservoir Computing e baseiam na observação que uma Rede Neural Recorrente aleatória 

possuir certas propriedades algébricas e que o treinamento apenas da camada de saída 

(readout) é frequentemente suficiente para alcançar excelentes resultados em aplicações 

práticas (FERREIRA, 2011). As ESNs caracterizam-se pela presença de ao menos um laço 

de realimentação em seus neurônios.  

Uma das principais diferenças entre a abordagem ESN e outros métodos de RNR é 

fato da ESN permitir a utilização de um número elevado de neurônios, da ordem de 50 a 

1000 neurônios, enquanto as RNR usam basicamente de 5 a 30 neurônios. Outra diferença 

importante é que em uma rede ESN somente as conexões do reservatório para saída são 

treinadas, permitindo que o treinamento torne-se uma tarefa simples de regressão linear. 

 Uma ESN é composta de camada intermediária, não treinada, denominada de 

reservoir e os estados resultantes x(n) são denominados de echo states do histórico das 

entradas. A Figura 3.10 representa a estrutura de uma rede ESN. 

 

 

Figura 3.10 ï Estrutura de uma rede ESN 

Fonte: (FERREIRA, A. A., 2011) 

 

As funções de transferência mais comuns utilizadas nas ESNs são as do tipo 

sigmoide simples, ou seja, sigmoide logística ou tangente hiperbólica. 

 A equação geral de atualização dos estados pode ser expressa da seguinte forma: 
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            ὼὲ ρ  Ὢὡ όὲ ρ  ὡὼὲ  ὡ ώὲ  ὡ ȟ              σȢςφ 

 

O treinamento dos neurônios da saída (readout) se dá de acordo com a seguinte expressão: 

 

      ώὲ ρ  Ὢ ὡ όὲ ρ  ὡ ὼὲ  ὡ ώὲ  ὡ ȟ     σȢςχ 

 

Apenas as conexões direcionadas para a camada de saída são treinadas. 

 Caso seja adicionado um parâmetro ‌ (leak rate), aos neurônios da função de 

ativação, a equação 3.26 passa a ser representada da seguinte forma: 

 

            ὼὲ ρ  Ὢ ρ  ‌ ὼὲ  ‌ὡ όὲ ρ  ὡὼὲ  ὡ ώὲ  ὡ Ȣ         σȢςψ 

 

 A adição deste parâmetro é geralmente chamada de leaky integrator neurons. A 

inserção deste parâmetro de forma coerente pode efetivamente ajustar a dinâmica o ESN 

para que esta seja ajustada para coincidir com a escala de tempo da entrada, possibilitando 

ao sistema um melhor desemprenho (FERREIRA, 2011). 
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CAPÍTULO 4  
 

4. INDICADORES DE DESEMPENHO DA PREVISÃO  
 

4.1 Série Temporal 

 

Uma série temporal é uma sequência de dados numéricos no qual cada item é 

associado há um instante particular no tempo (MADDALA, 2003). Uma série temporal 

pode apresentar variáveis contínuas ou discretas, nesta dissertação as séries temporais são 

discretas e com valores igualmente espaçados no tempo, com intervalo horário.  

A variável aleatória X em certo instante t é representada por Xt, e a série temporal a 

qual esta variável se insere é representada por X1, X2, ..., XN, em que N é o tamanho 

extraído da série. 

A previsão de uma série temporal é simplesmente o estabelecimento dos valores 

futuros da série. Uma previsão é uma estimativa quantitativa (ou conjunto de estimativas) 

acerca da verossimilhança de eventos futuros baseados na informação atual e passada. Os 

modelos de previsão de séries temporais propostos nesta dissertação são multivariados, ou 

seja, são fundamentados na análise das observações de várias séries de interesse para a 

especificação de algum modelo que descreva a série de previsão de vento. O horizonte de 

previsão é o comprimento de tempo, contado a partir de uma origem especificada, 

chamada origem das previsões, no sentido do futuro, para o qual as previsões devem ser 

determinadas. O horizonte de previsão irá variar de acordo com o propósito ou uso final 

das previsões. Denomina-se o número de intervalos de tempo (períodos) para frente, a 

partir da origem das previsões, como o número de passos de uma previsão (GOUVEIA, 

2011). 

4.2 Coeficiente de Correlação e Autocorrelação 

 

 Os coeficientes de correlação e autocorrelação podem ser interpretados como a 

relação existente entre duas variáveis (BISQUEIRA et al., 2004). As equações 4.1 e 4.2 

representam os coeficientes correlação e autocorrelação, respectivamente. 
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A interpretação relacionada aos coeficientes de autocorrelação e correlação está 

descrita na Tabela 4.1. É importante frisar que os coeficientes, por definição, podem 

assumir valores no intervalo de [ -1,1] e que para valores negativos a interpretação é 

similar. 

Tabela 4.1 ï Interpretação do coeficiente de correlação e autocorrelação. 

Coeficiente Interpretação 

|r| = 1 Correlação Perfeita 

0,80 < |r| < 1 Muito Alta 

0,60 < |r| < 0,80 Alta 

0,40 < |r| < 0,60 Moderada 

0,20 < |r| < 0,40 Baixa 

0 < |r| < 0,20 Muito Baixa 

|r| = 0 Nula 

Fonte: (BISQUEIRA et al., 2004) 

 

A partir destes valores espera-se poder inferir a dependência que os dados da série 

têm entre si e com outras séries, as quais ajudam a explicar a grandeza de interesse, o que 

facilitará a determinação da ordem de regressão dos dados usados como entradas dos 

modelos de previsão (OLIVEIRA, 2005). 
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4.3 Comparação com o Método da Persistência 

 

O modelo da persistência é um dos métodos mais simples utilizado para prever a 

velocidade média do vento. Portanto, só é vantajoso desenvolver e implementar uma 

ferramenta avançada de previsão de previsão dos ventos se ela for capaz de superar os 

modelos de referência, ou seja, se a ferramenta fornecer resultados melhores do que 

aqueles obtidos com os modelos de referência (MADSEN et al., 2004). Provavelmente, o 

modelo de referência mais comumente utilizado na previsão de energia eólica ou no campo 

meteorológico é o Modelo da Persistência. Este modelo simples assume que a estimação 

no instante tempo t + k é igual ao último valor medido (em t), ou seja,  

 

                                                                ὺ ὸ  Ὧȿὸ  ὺ ὸȢ                                                     τȢσ 

 

No caso da série temporal da velocidade média dos ventos, apesar de sua aparente 

simplicidade, este modelo pode ser difícil de ser batido para os primeiros passos de 

previsão (de 0 a 6 horas), pois a escala de mudanças na atmosfera é lenta (MADSEN et al., 

2004).  

4.4 Comparação pelos Erros de Previsão 

 

No campo de previsões de séries temporais em geral, o erro é definido como a 

diferença entre os valores medido e previsto. Para cada passo, o erro da previsão é 

expresso do seguinte modo: 

                                            Ὡ ὸ  Ὧȿὸ  ὺ ὸ  Ὧȿὸ  ὺӶὸ  Ὧȿὸȟ                                   τȢτ 

 

Qualquer erro de previsão pode ser decomposto como a soma de duas parcelas, sendo 

uma delas denominada erro sistemático (‘), e a outra, erro aleatório (‐) (MADSEN et al., 

2004). 

                                                                    Ὡ  ‘  ‐ȟ                                                                    τȢυ 

 

em que, ‘é um valor constante, enquanto que ‐ tem característica aleatória cuja média é 

zero. O erro sistemático é igual ao valor médio do erro de previsão sobre todo o período de 

avaliação e é calculado para cada passo de previsão de acordo com a seguinte equação: 

                                                ‘ǶὯ  Ὡ Ὧ  
ρ

ὔ
 Ὡ ὸ  Ὧȿὸȟ                                        τȢφ  
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Para o desenvolvimento deste texto, três tipos básicos de erros foram utilizados 

para medir o desempenho dos modelos de previsão, que são os seguintes: o erro absoluto 

médio (Mean Absolut Error ïMAE), o erro absoluto percentual médio (Mean Absolut 

Percentage Error ï MAPE) e o o erro quadrático médio (Mean Squared Error ï MSE). As 

equações utilizadas para calculá-los são expressas a seguir: 

 

                                                     ὓὃὉ Ὧ  
ρ

ὔ
 ȿὩ ὸ  Ὧȿὸȿȟ

  

                                          τȢχ 

 

                                                ὓὃὖὉ Ὧ  
ρππ

ὔ
 

ȿὩ ὸ  Ὧȿὸȿ

ὺ ὸ  Ὧ
ȟ

  

                                       τȢψ 

 

 

                                                   ὓὛὉ Ὧ  
ρ

ὔ
 Ὡ ὸ  Ὧȿὸȟ

  

                                             τȢω 

 

 

4.5 Critérios para Comparação dos Modelos 

 

Ao propor um novo modelo de previsão, é muito importante destacar e quantificar os 

ganhos obtidos em relação aos modelos de referência, este ganho, indica uma melhoria em 

relação ao modelo de referência considerado (MADSEN et al., 2004). A fórmula utilizada 

para calcular estes ganhos percentuais para cada passo de previsão é a seguinte: 

 

                                    Ὃ ȟ  Ὧ  ρππ
ὅὃ Ὧ  ὅὃὯ

ὅὃ Ὧ
ȟ                                     τȢρπ 

 

em que: 

ὅὃ Ὧ ï é o critério de avaliação do modelo de referência; 

ὅὃὯ ï é o critério de avaliação do modelo proposto. 

 

O critério de avaliação pode ser o MAE, MAPE ou MSE. Observe que, ao calcular 

o ganho, o mesmo critério deve ser utilizado para se avaliar os dois modelos. 
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CAPÍTULO 5  

5. ELABORAÇÃO DOS MODELOS DE PREVISÃO DE VENTO  

 

Neste capítulo se descreve a metodologia utilizada no desenvolvimento dos 

modelos de previsão de velocidade de vento. Apresenta-se onde foram coletados os dados 

utilizados nos modelos de previsão e as características mais relevantes dos experimentos 

realizados. 

5.1 Bases de Dados 

5.1.1 Séries Históricas do INMET  

 

Uma parcela das séries dispostas nesta dissertação é oriunda do banco de dados do 

Instituto Nacional de Meteorologia (INMET), no endereço (http://www.inmet.gov.br). 

Foram utilizadas variáveis do INMET para a elaboração dos modelos de previsão de vento, 

abaixo listadas: 

¶ Velocidade instantânea do vento; 

¶ Temperatura instantânea do ar; 

¶ Umidade relativa Instantânea do ar; 

¶ Radiação solar. 

Cada grupo de variáveis correspondente a cada uma das cinco estações 

meteorológicas automáticas localizadas nos estados de Pernambuco e Rio Grande do 

Norte. 

Em Pernambuco, as estações meteorológicas estão localizadas nas cidades de 

Petrolina e Ouricuri; no estado do Rio Grande do Norte as estações meteorológicas estão 

localizadas nas cidades de Natal, Macau e Mossoró.  

Uma estação meteorológica é composta principalmente de um sistema de coleta de 

dados, através de sensores que medem as variáveis ambientais; um sistema de controle e 

armazenamento local (datalogger); um sistema de energia; e um sistema de comunicação 

(INMET, 2011).  

http://www.inmet.gov.br/
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A estação meteorológica automática coleta, de minuto em minuto, as informações 

meteorológicas do local em que está inserida, integraliza os dados para o período de uma 

hora e disponibiliza-os para serem transmitidos para a sede do INMET. 

Os dados coletados pelas estações meteorológicas automáticas são coletados a uma 

altura de 10 m a partir do solo e são disponibilizados os dados referentes há 90 dias 

anteriores ao dia em que o usuário consultou os dados. 

5.1.2 Séries Históricas de Marés e Fases da Lua 

 

As séries de previsão de marés são disponibilizadas pela Diretoria de Hidrografia e 

Navegação (DHN) da Marinha e podem ser coletados a partir do endereço 

(http://www.mar.mil.br/dhn/chm/box-previsao-mare/tabuas/). Nela, os valores das 

previsões das horas e das alturas máximas e mínimas alcançadas pelas águas do mar são 

informados em base diária para o ano inteiro. Concomitantes aos dados de marés são 

disponibilizadas as fases da lua em séries diárias, em que as utilizamos para criação dos 

modelos de previsão de vento. Foram utilizadas nesta dissertação duas séries de previsão 

de marés localizadas no Rio Grande do Norte; uma para o porto de Natal e outra para o 

porto de Macau. 

5.2 Localização dos Postos de Medição 

 

5.2.1 Localização das estações automáticas do INMET 

 Foram escolhidas cinco estações meteorológicas automáticas para aquisição de 

dados: 

¶ Petrolina ï Município pertencente ao estado de Pernambuco, sua estação 

meteorológica está localizada na latitude 9Ü 23ô 18ò sul e a uma longitude 40Ü 31ô 

24ò oeste. Sua altitude ® de 373 metros acima do nível do mar.  

¶ Ouricuri ï Município pertencente ao estado de Pernambuco, a estação 

meteorológica está localizada na latitude 7Ü 53ô 5ò sul e a uma longitude 40º 6ô 3ò 

oeste. Sua altitude é de 461 metros acima do nível do mar.  

¶ Natal ï Município pertencente ao estado do Rio Grande do Norte, a estação 

meteorol·gica est§ localizada na latitude 5Ü 50ô 13ò sul e a uma longitude 35Ü 12ô 

28ò oeste. Sua altitude ® de 47 metros acima do n²vel do mar. 
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¶ Macau ï Município pertencente ao estado do Rio Grande do Norte, a estação 

meteorol·gica est§ localizada na latitude 5Ü 9ô 3ò sul e a uma longitude 36Ü 34ô 23ò 

oeste. Sua altitude é de 17 metros acima do nível do mar. 

¶ Mossoró ï Município pertencente ao estado do Rio Grande do Norte, a estação 

meteorológica está localizada na latitude 4º 54ô 14ò sul e a uma longitude 37º 22ô 

1ò oeste. Sua altitude ® de 29 metros acima do nível do mar. 

5.2.2 Localização das estações automáticas do DHN 

¶ Porto de Macau ï A previsão de marés para o porto de Macau é relativa ao local 

com coordenadas geográficas de latitude 05Ü 06ô 0ò sul e longitude 36Ü 40ô 4ò 

oeste. 

¶ Porto Natal ï A Previsão de marés para o porto de Natal é relativa para o local 

coordenadas geográficas de latitude 05Ü 46ô 7ò e longitude 35Ü 12ô 5ò.  

5.3 Estatística Descritiva  

 

O objetivo desta seção é resumir as principais características extraídas das séries 

horárias médias por meio de tabelas e gráficos. Esta análise possibilita uma visão geral dos 

dados e uma compreensão mais profunda dos mesmos. 

5.3.1 Séries de Velocidades Médias Horárias 

 

 Para cada uma das estações automáticas, os dados foram armazenados em um vetor, 

de modo a facilitar a análise e manipulação dos mesmos. Estes dados de velocidade média 

horária foram filtrados de modo a serem retirados dados incompatíveis com os padrões 

observados, oriundos de falhas ocorridas nas estações meteorológicas automáticas. Na 

Tabela 5.1 constam o período e o número de padrões de velocidade utilizados para o 

desenvolvimento dos modelos de previsão de cada estação meteorológica automática: 

Tabela 5.1 ï Base de dados de vento utilizada para o desenvolvimento dos modelos de previsão. 

Estação Período Total de Padrões 

PETROLINA  Agosto de 2010 até Maio de 2014 30861 

MACAU  Março de 2007 até Maio de 2014 56739 

NATAL  Outubro de 2007 até Maio de 2014 44965 

MOSSORÓ Maio de 2007 até Maio de 2014 54878 

OURICURI  Agosto de 2010 até Maio de 2014 28928 

  



38 
 

A Tabela 5.2 apresenta os valores máximos, mínimos, médios e os desvios padrões 

das séries de velocidades das estações meteorológicas de PETROLINA, MACAU, 

NATAL, MOSSORÓ e OURICURI, respectivamente.  

 

Tabela 5.2 ï Estatísticas da séries de velocidade de Petrolina, Macau, Natal, Mossoró e Ouricuri. 

Estação Mínima [m/s] Máxima [m/s] Média [m/s] Desvio Padrão [m/s] 

PETROLINA  0,00 9,80 3,54 1,25 

MACAU  0,10 13,60 4,69 2,05 

NATAL  0,00 10,50 4,49 1,57 

MOSSORÓ 0,10 9,40 3,54 1,87 

OURICURI  0,10 11,60 2,99 1,44 

 

Na Figura 5.1 são os histograma da frequência de distribuição da velocidade do 

vento para as cinco estações apresentadas na Tabela 5.1. 

 

 

 

 

 
 

Figura 5.1ï Histograma da velocidade do vento de Petrolina, Macau, Natal, Mossoró e Ouricuri. 
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 A partir da analise dos histogramas, podemos perceber que para Petrolina, Macau e 

Natal, existe uma pequena porcentagem de velocidades menores ou iguais a 2 m/s, 11,61 

%, 10,01 % e 5,68 %, respectivamente. Porém, para Mossoró e Ouricuri, 27,19 % e 29,95 

%, respectivamente, estão na faixa menor ou igual a 2 m/s. É importante perceber que para 

os cinco sítios listados a maior parte das velocidades concentram-se em valores menores 

ou iguais a 6m/s; 98,29% para Ouricuri, 84,54 % para Natal, 97,96 % para Petrolina, 89,49 

% para Mossoró e 73,97 % para Macau, dos dados para cada sítio.  

 A Figura 5.2 representa a sazonalidade de toda série temporal de velocidade de 

vento para o sítio de Petrolina e Ouricuri. Ela é obtida calculando-se a média aritmética 

mensal das velocidades de vento. A análise da sazonalidade é de grande importância para 

geração eólica na região nordeste, devido ao regime de complementaridade observado 

entre a vazão do Rio São Francisco e a Velocidade do vento, ou seja, no período seco a 

geração eólica poderia ser uma alternativa a redução de vazão no Rio São Francisco e no 

período molhado a escassez de vento poderia ser mitigada através da geração hidrelétrica. 

 

 

 

Figura 5.2 ï Comportamento sazonal da velocidade média mensal do vento para Ouricuri e Petrolina. 
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As autocorrelações podem ser analisadas a partir do Apêndice A.1. Estas medidas 

serão a base para criação dos modelos de previsão de velocidade de vento. O passo 

máximo para o cálculo do coeficiente de autocorrelação e correlação foi de 84 horas. À 

medida que o número de passos aumenta, os coeficientes de autocorrelação e correlação 

diminuem, visto que os coeficientes decrescem com o aumento do tempo de regressão. 

 

5.3.2 Séries de Temperaturas Médias Horárias 

 

 Diferentemente da velocidade do vento, a temperatura não sofre variações bruscas 

no seu valor para intervalos curtos de tempo. A Tabela 5.3 mostra os valores mínimos, 

máximos e a temperatura média para os cinco sítios analisado. 

 

Tabela 5.3 ï Estatísticas da séries de temperatura de Petrolina, Macau, Natal, Mossoró e Ouricuri. 

Estação Mínima [°C] Máxima [°C] Média [°C] Desvio Padrão [°C] 

PETROLINA  17,30 38,70 27,28 3,85 

MACAU  19,40 37,60 27,55 2,82 

NATAL  20,30 32,20 26,72 1,93 

MOSSORÓ 16,00 35,50 27,15 3,07 

OURICURI  15,20 37,90 26,50 3,88 

 

 A Figura 5.3 apresenta a distribuição de frequência da temperatura para Petrolina, 

Macau, Natal, Mossoró e Ouricuri. A partir da análise do histograma percebe-se um 

comportamento similar da temperatura para os cinco sítios. Para Petrolina, Macau, Natal, 

Mossoró e Ouricuri, existem uma pequena porcentagem de valores abaixo de 26°C, 7,79 

%, 0,99 %, 1,33%, 3,12% e 11,99 %, respectivamente. Grande parte dos valores de 

temperatura está concentrada no intervalo entre 26 °C e 36 °C, 78,76 % para Petrolina, 

92,67 % para Macau, 98,66 % para Natal, 89,89 % para Mossoró e 78,17 % para Ouricuri. 

Temperaturas a partir de 36 °C representa uma pequena porcentagem, 13,44 % para 

Petrolina, 6,34 % para Macau, menor que 0,01 para Natal, 6,98 % para Mossoró e 9,83 % 

para Ouricuri. Isso vem a ratificar a pequena amplitude térmica que essas cidades sofrem 

ao longo do ano. 
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Figura 5.3 - Histograma da temperatura de Petrolina, Macau, Natal, Mossoró e Ouricuri. 

. 

5.3.3 Séries de Umidades Médias Horárias 

 

 A Tabela 5.4 mostra as características dos dados de umidade relativa do ar, 

percebe-se que para os sítios localizados no sertão de Pernambuco, Petrolina e Ouricuri, a 

média da umidade relativa do ar encontra-se por volta de 50 %, enquanto para os sítios 

localizados mais próximos a região litorânea, estes apresentaram valores médios de 

umidade relativa do ar superiores a 70 %. 

 

Tabela 5.4 ï Estatísticas  das séries de umidade do ar para Petrolina, Macau, Natal, Mossoró e Ouricuri. 

Estação Mínima  

[%] 

Máxima 

[%] 

Média  

[%] 

Desvio 

Padrão [%] 

PETROLINA  11,00 92,00 51,80 16,58 

MACAU  28,00 100,00 70,34 17,13 

NATAL  45,00 97,00 74,70 8,55 

MOSSORÓ 23,00 100,00 70,91 15,37 

OURICURI  9,00 96,00 56,85 19,74 
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 A Figura 5.4 representa a distribuição da umidade relativa do ar para os cinco sítios 

pesquisados. Para Petrolina e Ouricuri a porcentagem da umidade relativa do ar entre 30 % 

e 70 % é de 73,43 % e 60,91 % dos dados, respectivamente; porém, Para Natal, Macau e 

Mossoró a porcentagem é de 31,85 %, 47,24 % e 44,44 %. Para umidade do ar acima de 70 

% Natal, Macau e Mossoró apresentam valores de 68,15 %, 52,08 % e 55,39%, 

respectivamente. Para porcentagens abaixo de 30 %, Petrolina aparece com 12,02 %, 

Ouricuri com 10,70 %. Natal, Macau e Mossoró destacam-se pelos baixíssimos valores de 

porcentagem abaixo de 30 %, 0 % para Natal, 0,68 % para Macau e 0,17 % para Mossoró. 

A baixa porcentagem de umidade relativa do ar, abaixo de 30 %, para as cidades de Natal, 

Macau e Mossoró se deve ao fato de que as cidades acima citadas estão próximas à região 

litorânea. 

 

 

 

 

 

 

 

 

Figura 5.4 ï Histograma da umidade relativa do ar para Petrolina, Macau, Natal, Mossoró e Ouricuri. 

 

 O Apêndice A.3 mostra os gráficos de correlação entre a velocidade do vento e a 

umidade relativa do ar. A correlação entre as variáveis será de fundamental importância 

para avaliar as entradas dos modelos de previsão. 

 




































































































