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CAPITULO 1

1 INTRODUCAO

No Brasil, a geracdo de energia depende basicamente da quantidade de agua
disponivel nos grandes reservatorios de acumulagdo existentes no pais. Todo o
planejamento da operagdo, de curto, médio e longo prazo ¢ feito com base nas previsoes
de vazdes. A seguranga dos aproveitamentos e o controle de cheias dependem
igualmente de uma boa previsdo de vazdes e a adequacao do sistema as novas restricdes
de controle ambiental e uso multiplo da dgua também depende de boas previsdes de
vazoes [1]. Enfim, o conhecimento antecipado da quantidade de agua que estarad
disponivel no sistema permite ao planejador tomar decisdes adequadas para
maximizac¢ao da geracao.

Atualmente, a 4rea de planejamento e controle de sistemas de recursos hidricos ¢
de grande importancia, uma vez que influencia diretamente na produgdo de energia
hidroelétrica do pais. Esta, por sua vez, depende da série historica de vazdes das
diversas usinas do sistema, no sentido de sua utilizacdo como dado de entrada para um
modelo de simulagdo. Estes modelos sdo importantes para realizar as previsdes de
vazdes necessarias para um planejamento energético efetivo. Entretanto, trata-se de um
problema estocastico e ndo-linear.

O sistema hidroelétrico brasileiro encontra-se distribuido em diversas regides
geograficas com dados coletados através de diversas redes de aquisicdo de dados que
resulta em uma consideravel incerteza na informag¢ao hidroldgica coletada. Além disso,
a inerente relacdo nao-linear entre as variaveis envolvidas dificulta e afeta o
desempenho dos modelos de previsdo. Uma outra dificuldade na previsdo de vazoes ¢ a
natureza ndo estaciondria devido aos periodos imidos e secos ao longo do ano [2].

A maior parte dos modelos de previsao atualmente utilizada baseia-se em relagdes
lineares entre as variaveis [3]. Este modelo tem sido amplamente aplicado a problemas
associados a recursos hidricos, principalmente na previsdo de vazdes mensais. Nos

ultimos anos, modelos baseados em redes neurais artificiais tem surgido como
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alternativas de modelos de previsao [4], uma vez que estes sdo capazes de capturar as
relacdes nao-lineares entre as entradas e a saida do modelo.

O Programa Mensal de Operacdo Energética do Setor Elétrico, coordenado pelo
Operador Nacional do Sistema Elétrico (ONS) com o objetivo de otimizar o despacho
centralizado das usinas, é realizado de forma mensal, ocorrendo também revisdes
semanais necessarias aos ajustes devido as variabilidades das afluéncias, das demandas
e das indisponibilidades ndo previstas nos equipamentos. Para efetuar a programagao
mensal da operacdo e suas revisdes € necessario realizar previsdo de afluéncias para os
reservatorios despachados centralizadamente, o qual vem sendo realizado pelo ONS,
utilizando o sistema PREVIVAZ, desenvolvido pelo Centro de Pesquisas em Energia
Elétrica - CEPEL (1997) [5]. Este sistema seleciona o melhor modelo dentre 94
combinagdes de modelos de séries temporais com diferentes métodos de estimagdo de
parametros, € comecou a ser utilizado no inicio de 1999. Mesmo sendo um modelo de
pouco tempo de utilizacdo ja se mostrou mais eficiente que seu antecessor no Setor
Elétrico, o sistema PREVAZ, substituindo-o no Programa Mensal de Operagdo e
apresentando erro percentual médio na ordem de 18% [6].

Em anos recentes, Redes Neurais Artificiais, principalmente redes neurais
multicamadas com algoritmo de retro-propagacdo do erro [7], tornaram-se
extremamente conhecidas para previsdo em diversas areas, incluindo financas [8], carga
elétrica [9] e recursos hidricos [10, 11, 12]. Estes modelos apresentam habilidade de
aprendizado e capacidade de generalizacdo, destacando a sua capacidade para tratar
relacdes nado-lineares de entradas-saidas. Na maioria dos estudos realizados, o modelo
empregado ¢ a rede multicamadas com algoritmo backpropagation. Este modelo vem
sendo aplicado para previsdo de vazdes mostrando resultados satisfatorios [13,14, 15].

A comparacao de redes neurais com abordagens tradicionais na previsao de séries
temporais ainda nao ¢ conclusiva. As explicacdes podem estar relacionadas a diferentes
fatores, tais como a estrutura da rede neural, o tipo de série (estaciondria, ndo-
estacionaria) analisada e a relagdo do tamanho da rede e o nimero de entradas das séries
temporais. Além disso, a capacidade de mapeamentos complexos das redes neurais
cresce com o numero de camadas e neurdnios, acarretando maior tempo de
processamento, bem como consideravel soma de dados para treinamento [16].

Este trabalho propde a aplicagdo em previsdo de vazdes afluentes médias mensais
de modelos de redes neurais e 16gica fuzzy utilizando quatro modelos diferentes para o

posto hidrologico de Sobradinho, localizado no Rio Sao Francisco.
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No primeiro modelo, com horizonte de previsdo anual, onde as Redes Neurais
Artificiais (RNA) utilizadas foram preparadas com o objetivo de receber como entrada
amostras da série temporal da vazdo afluente do Rio S@o Francisco deslocadas més a
més. Para isso, foram utilizadas trés configuracdes diferentes, onde a primeira
configuragdo representa a previsdo dos doze meses de um ano utilizando como entrada
o ano anterior. Na segunda configura¢do, o ano foi dividido em dois periodos: o periodo
dos meses de cheia (dezembro a abril) e o periodo dos meses considerados secos (maio
a novembro) prevendo assim todos os meses do ano com horizonte de um ano. A
terceira configuragdo ¢ bastante similar a primeira, onde sdo previstos os doze meses de
um ano tendo como entrada os doze meses do ano anterior, neste caso, sendo levado em
considerac¢ao o efeito da sazonalidade.

Os resultados obtidos sdo baseados no tipo de normalizacdo e sazonalidade, os
quais serdo explicados no desenvolvimento deste trabalho.

No segundo modelo sdo feitas previsdes de vazao com horizonte mensal
utilizando RNA e o ANFIS. Sdo realizadas previsdes com um e dois meses a frente
dando como entrada trés meses anteriores.

No terceiro modelo foram realizadas previsdes de vazdo com horizonte anual
utilizando o sistema hibrido RNA-ANFIS composto de uma primeira etapa, onde ¢ feita
um previsdo da média anual da vazdo do ano que se deseja utilizando RNA, dando
como entrada a vazdo média anual de quatro anos anteriores; e de uma segunda etapa
realizada com o ANFIS, onde é dado como entrada o més, a vazdo média anual dos dois
anos anteriores ¢ a saida da rede neural. Do exposto acima, observa-se que o ANFIS
desagrega a vazao anual prevista pela rede neural em meses.

Por fim, no quarto modelo, utilizando o sistema hibrido RNA-Fragmentos,
semelhante ao modelo anterior, inicialmente, é realizada uma previsdo da média anual
da vazao do ano que se deseja utilizando RNA, em seguida, ¢ aplicado o método dos

Fragmentos para desagregar em vazdes mensais.

1.1 Sistema Hidroelétrico do Sao Francisco

O sistema hidroelétrico do Sao Francisco apresenta aspectos peculiares que o
torna diferente dos outros sistemas de base hidroelétrica pelas caracteristicas das

afluéncias nos rios brasileiros, que apresentam acentuada sazonalidade e elevado nivel
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de incerteza. Assim, o planejamento da operacdo dessas usinas depende do
conhecimento prévio do volume da 4gua disponivel nesses reservatorios, para que se
possa estimar a quantidade maxima de energia a ser gerada pela usina. Logo, em funcao
dos bons resultados da previsdo das vazdes € possivel realizar o planejamento
energético de modo a atingir niveis 6timos de geracao de energia.

A previsdo de vazao pode ser de curto, médio e longo prazo. A previsdao de curto
prazo ¢ usada para estimar a vazao num trecho da bacia com antecedéncia de horas ou
poucos dias. A previsdo de médio prazo envolve a previsdo de vazao com antecedéncia
de um a alguns meses e depende, fortemente, das condi¢gdes conhecidas de clima e dos
oceanos que podem influenciar as vazdes futuras na bacia hidrografica. A previsao de
longo prazo € a estimativa, normalmente estatistica, dos riscos de ocorréncia de vazdes
num determinado local.

O reservatorio de Sobradinho esta localizado na bacia do Sdo Francisco, sendo o
mais importante reservatdrio da regido Nordeste para fins de irrigagdo, consumo de
agua e gerag¢do hidroelétrica. A Figura 1.1 mostra a localizagdo da Bacia do Sao
Francisco, do reservatério Sobradinho (tridngulo), que esta localizado no baixo Sao
Francisco e possui uma area de drenagem de cerca de 498.425 km?2 e dos reservatorios a

jusante (circulos).

Figura 1.1 Bacia do Rio Sdo Francisco.
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Na Figura 1.2, observa-se que a montante estd localizado o reservatorio Trés
Marias, importante regulador das afluéncias de Sobradinho. A 4rea incremental de
drenagem entre Trés Marias e Sobradinho ¢ de aproximadamente 447.865 km®. O
maximo volume de armazenamento de Sobradinho ¢ de 28.669 hm’, o que leva a uma
capacidade maxima de geragao elétrica de 1.050 MW. A 4agua liberada por Sobradinho ¢
reaproveitada em mais sete usinas hidroelétricas, que tem uma pequena capacidade de
armazenamento de dgua, mas aumentam a maxima capacidade de gera¢do de energia

para cerca de 9.800 MW [17].

Trés Marias

Sobradinho

Itaparica

Paulo Afonso

Xingo

Figura 1.2 Localizaciio das Usinas Hidroelétricas no Rio Sdo Francisco.

Devido a sua localizagdo equatorial, o reservatdrio de Sobradinho apresenta uma
alta taxa de evaporagdo, que pode atingir 480 m*/s durante o dia. Seu uso também inclui

controle de cheias, o que reforca a necessidade de uma o6tima politica operacional. A
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série mensal de afluéncias ao reservatério Sobradinho, correspondente ao periodo 1931-
2004 (Apéndice), ¢ disponibilizada pelo ONS, responsavel pela politica operacional do
sistema hidroelétrico interconectado. A esta¢do chuvosa inicia-se aproximadamente em
dezembro e termina em abril. Os meses remanescentes representam a estacao seca. As

maiores afluéncias sdo observadas em janeiro e margo.

1.1.1. Influéncias Climaticas e Fonte de Dados

O reservatorio de Sobradinho esta localizado na parte sul da regido Nordeste,
caracterizada por alta variabilidade climatica e bastante vulneravel a secas. Entretanto,
uma parte significativa das afluéncias ¢ originada no alto Sdo Francisco, localizado na
regido Sudeste do pais e com caracteristicas climaticas diferentes da regido Nordeste.

O alto Sao Francisco esta localizado numa regido de transi¢do, onde eventos de
El Nifo levam a condi¢des secas ao norte ¢ condigdes umidas ao sul. Essas condigdes
sugerem que a influéncia remota de fatores climaticos na afluéncia a Sobradinho ndo é
completamente determinada por meio de uma analise da precipitagdo sobre a bacia.
Como vazdes agem como um integrador espaco-tempo da chuva, uma andlise direta
entre a série temporal de vazdes pode ser a melhor forma de se obter sucessos nos

resultados de previsao de vazao no reservatério de Sobradinho [17].

1.2 Organizacao do Trabalho

No capitulo 2 sdo apresentados os principais conceitos sobre Redes Neurais
Artificiais (RNA) e sua importdncia em previsdo. Os principais algoritmos de
treinamento e suas peculiaridades sao descritos. Explica-se como ¢ feita a analise da
melhor arquitetura para escolha da RNA a ser aplicada na previsdo de vazao na bacia do
Rio Sao Francisco.

O capitulo 3 tem como objetivo apresentar uma introducao a légica fuzzy e,
principalmente ao sistema ANFIS (Adaptive Network-based Fuzzy Inference System).
Descrevem-se as técnicas mais usadas de representa¢do e o processo de conhecimento
de sistemas fuzzy. S@o apresentados e ilustrados os modelos de Mamdani e de Takagi-
Sugeno-Kang para definicdo e processo de regras de producdo fuzzy. Por fim,

apresenta-se o sistema ANFIS e a sua fundamental importancia para o desenvolvimento
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deste trabalho, permitindo a comparacdo com o modelo neural descrito no capitulo
anterior.

No capitulo 4, descreve-se a metodologia aplicada para a implementagdo dos
diferentes modelos utilizados para a previsao de vazdo da bacia do S3o Francisco
detalhados no capitulo seguinte. Para isso, apresenta-se a metodologia para tratamento
dos dados, algoritmos de treinamento, escolha da melhor arquitetura, método de
validag¢do cruzada e a avaliagdo de desempenho através do MAPE (Mean Absolute
Percentage Error) que serd o parametro de comparagao para definir o melhor modelo.

No capitulo 5, descrevem-se os quatro modelos de previsdo utilizados. No
primeiro modelo, descreve-se a previsao utilizando as redes neurais artificiais em uma
previsdo com horizonte anual; no segundo modelo sdo feitas comparacdes entre a
previsdo utilizando-se ANFIS e RNA em uma previsdo com horizonte mensal; o
terceiro modelo trata da previsdo utilizando o sistema hibrido para a previsdo, ou seja,
utilizando as redes neurais como entrada para o ANFIS, obtendo-se assim a previsao
anual dada més a més. Por fim, utilizou-se o método dos fragmentos, utilizando a
previsdo com RNA e em seguida calculando o fator de cada més.

No capitulo 6, s3o apresentados os resultados para os diferentes modelos e
configuragdes, e os resultados de suas comparagdes. Por fim, sdo realizadas simulagdes
para os anos de 2005, 2006, 2007 e 2008 cujos resultados apresentaram um pequeno
erro percentual.

No capitulo 7, sdo apresentadas as consideragdes finais do trabalho, analisando a
importancia da previsdo de vazdo para o sistema elétrico brasileiro, bem como os
méritos obtidos com o auxilio da inteligéncia artificial seja com as redes neurais, seja

com a logica fuzzy em previsdo de vazao e as sugestdes de trabalhos futuros.
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CAPITULO 2

2 REDES NEURAIS ARTIFICIAIS

2.1 Introducio

Este capitulo tem como objetivo apresentar uma introdugdo as Redes Neurais
Artificiais. Além disso, explica-se como ¢ feita a andlise da melhor arquitetura para
escolha da melhor rede neural a ser aplicada e, com isso, sdo descritos os principais

algoritmos de treinamento e suas peculiaridades.

2.2 Introducao as Redes Neurais Artificiais

As Redes Neurais Artificiais — RNA sdo uma das areas de pesquisa da grande
area Inteligéncia Artificial e tém sido baseadas nos estudos de como o cérebro processa
informacdes. Na sua forma mais geral, rede neural ¢ uma maquina projetada para
modelar a maneira como o cérebro realiza uma tarefa particular ou funcdo de interesse.
A RNA ¢ normalmente implementada utilizando-se componentes eletronicos ou ¢
simulada por programacdo em um computador digital. Para alcancarem bom
desempenho, as redes neurais empregam uma interligagdo macica de células
computacionais simples, denominadas neuronios ou unidades de processamento.

Uma rede neural é um processador, paralelo distribuido, constituido de unidades
de processamento simples que tém a propensao natural para armazenar conhecimentos
experimentais e torna-los disponivel para o uso, que se assemelha ao cérebro em dois

aspectos:

e O conhecimento ¢ adquirido pela rede neural por meio de dados do ambiente,
num processo de aprendizagem. O processo de treinamento ¢ chamado de
“Algoritmo de Aprendizagem”, que tem como finalidade ajustar os pesos

sinapticos da RNA de uma forma ordenada para alcancar um objetivo desejado.
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e As conexdes entre os neurdnios, conhecidos como pesos sindpticos, sao

utilizadas para armazenar o conhecimento adquirido [18].

As Redes Neurais Artificiais sdo sistemas paralelos distribuidos compostos por
unidades de processamento, chamadas de nodos (neurdnios artificiais) que calculam
determinadas fungdes matematicas (normalmente ndo-lineares). Esta forma de
computa¢do ndo-algoritmica ¢ caracterizada por um sistema que, lembra a estrutura do
cérebro humano. O grande apelo destes modelos estd em sua capacidade de “aprender”,
generalizar ou extrair regras automaticamente de conjuntos de dados complexos [18].

As RNAs se constituem em uma técnica de inteligéncia artificial cuja utilizagao
pratica esta se tornando cada vez mais presente no nosso dia-a-dia. Aplicagdes
realizadas com RNAs tém apresentado desempenho satisfatorio em diversas areas de
pesquisas, tais como: classificagdo, reconhecimento de padrdo, aproximagao de fungdes,
processamento de séries temporais, otimizagao, controle, previsao (foco deste trabalho)

etc.

2.2.1 Histdorico das Redes Neurais

Historicamente, o inicio das RNAs se deu em 1943 com o Psiquiatra e
Neuroanatomista McCulloch e o matematico Pitts [19], que modelou o funcionamento
do neurdnio. O neurdnio de McCulloch e Pitts foi proposto com pesos fixos, isto €, nao-
ajustaveis, e sO conseguem implementar fungdes linearmente separaveis, limitando sua
utilizagdo. Em 1949, houve um avango e, pela primeira vez, foi apresentada uma regra
de aprendizado fisioldgico para as modificagdes sinapticas, que afirma que a eficiéncia
de uma sinapse varidvel entre dois neurdnios ¢ aumentada pela ativagdo repetida de um
neurdnio, causado pelo outro neurdnio, através daquela sinapse.

Em 1958, Rosenblatt demonstrou o seu novo modelo, o perceptron, ¢ em 1962
apresentou o “Teorema de Convergéncia do Perceptron”[20]. Nesse periodo muitos
pesquisadores deram O6timas contribuigdes ao campo de redes neurais. Em 1960,
Widrow e Hoff, baseados no método do gradiente para minimizagao do erro na saida de
um neurdnio com resposta linear, apresentaram uma regra de aprendizado conhecida
como Regra de Widrow e Hoff ou Regra Delta [21].

Durante os anos 70 muitos pesquisadores, exceto os Psicologos e
Neurocientistas, desistiram desse campo. Nos anos 80 ressurge o interesse por RNA,

com a publicagdo de varios trabalhos como Kohonen (self-organizing maps)[22]. Em
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1986, Rumelhart, Hinton e Williams apresentaram a descricdo do algoritmo
retropropagacao de erro [23].

Hoje, RNA representa uma vigorosa area de pesquisa multidisciplinar e ¢é
freqlientemente identificada como uma sub especialidade de Inteligéncia Artificial,
outras vezes como uma classe de modelos matematicos para problemas de classificagao
e reconhecimento de padrdes; finalmente, uma categoria de modelos em ciéncia da

cognicao e conexionismo.

2.2.2 Neuronio Artificial

Apos vérias pesquisas chega-se a uma rede neural artificial constituida de varios
neurdnios artificiais que estdo altamente conectados [18,24].

Um neuro6nio ¢ uma unidade de processamento de informacgao que ¢ fundamental
para a operacao de uma rede neural. A Figura 2.1 mostra o modelo de um neurdnio, de

onde se identificam trés partes basicas do modelo neuronal:

e Um conjunto de sinapse ou elos de conexdes ¢ caracterizado por um peso ou
forga propria. Especificamente, um sinal Xj na entrada da sinapse j conectada

ao neuronio kK € multiplicado pelo peso sinaptico W;.

e Um somador para somar os sinais de entradas, ponderado pelas respectivas

sinapses.

e Uma funcdo de ativagdo para restringir a amplitude da saida de um neurdnio.
A fun¢do de ativagdo ¢ também referida como fungdo restritiva ja que pode
restringir (limitar) o intervalo admissivel de amplitude do sinal de saida de
um valor finito. Tipicamente, o intervalo normalizado da amplitude da saida
de um neurdnio ¢ escrito como o intervalo fechado [0 1] ou alternativamente

-1 1].
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Entrada fixa x,=+10
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Figura 2.1 Modelo de um Neurénio Artificial.

O modelo neural da Figura 2.1 inclui também um bias aplicado externamente,
representado por Wyg. O bias tem o efeito de aumentar ou diminuir a entrada liquida da
funcao de ativacao, dependendo se ele € positivo ou negativo.

Em termos matematicos podemos descrever um neurdnio k conforme as

seguintes equagdes.

m
Vi = D WX, +b, (2.1)
j=1
Y =o(vy) (2.2)
onde sinais Xj, X2, X3 ..Xp sd0 os sinais de entrada; Wi, Wz, ..., Wkn SA0 0S Pesos

sinapticos associados ao neurdnio Kk definido um campo local induzido vk, como sendo a
saida do combinador linear que sera aplicado a fungao de ativagdo ¢.),obtém-se a saida

do neuronio K (y).

2.2.3 Funcio de Ativacao

A partir do modelo proposto por McCulloch e Pitts [19], em que a saida do
neurdnio assume apenas valores binarios 0 ou 1, foram derivados varios outros modelos
que permitem a produ¢do de uma saida qualquer, ndo necessariamente sendo 0 ou 1, e
com diferentes fung¢des de ativagdo, onde estas podem ser lineares ou ndo, conforme

apresentado na Figura 2.2.
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Figura 2.2 Funcdes de Ativacdes.

2.2.4 Processo de Aprendizagem

A utilizagdo de uma RNA na solugdo de uma tarefa passa inicialmente por uma
fase de aprendizagem. Segundo Mendel ¢ McLaren [25]: “Aprendizagem € 0 processo
pelo qual os parametros de uma rede neural séo ajustados através de uma forma
continuada de estimulo pelo ambiente no qual a rede esta operando”.

O objetivo principal do processo de aprendizado ¢ conceder a RNA a capacidade
de generalizar os resultados do treinamento. Esta capacidade da RNA ¢ conhecida como
processo de generalizagao.

O processo de aprendizagem das RNA ¢ realizado basicamente a partir de dois
grandes paradigmas: aprendizado supervisionado, também conhecido como aprendizado
com um professor, e aprendizado ndo supervisionado. O paradigma a ser utilizado na

solugdo do problema depende do tipo de problema e do tipo de RNA.

Aprendizado Supervisionado

Este paradigma de aprendizagem também conhecido como aprendizagem com
um professor ¢ 0 mais comum nos treinamentos das RNAs. Neste paradigma as entradas

e saidas desejadas sdo fornecidas por um supervisor externo (professor).
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Suponha que o professor e a rede neural sejam expostos ao conjunto de
treinamento retirado do ambiente. Em virtude do seu conhecimento prévio, o professor ¢
capaz de fornecer a rede neural a resposta desejada para o conjunto de treinamento. Na
verdade, a resposta desejada representa a agdo 6tima a ser realizada pela rede neural.

Desta forma, os parametros livres das redes neurais, pesos sinapticos e bias, sao
ajustados conforme a regra definida pelo algoritmo de aprendizagem sobre a influéncia
combinada do vetor de treinamento e do sinal de erro, que ¢ calculado pela diferenca
entre o valor de saida da RNA e valor apresentado pelo professor. Estes ajustes sdo
realizados passo a passo com o objetivo de a rede neural emular o professor até atingir a
melhor precisdo. A Figura 2.3 representa o esquema em digrama de blocos da

aprendizagem supervisionada.

Vetor descrevendo o
estado do ambiente Resposta

desejada
Ambiente > Professor

/ Resposta
. 1
Sistema de rea

:> aprendizagem

Sinal de erro

Figura 2.3 Diagramas de Blocos da Aprendizagem com Professor.

O Aprendizado supervisionado pode utilizar varias regras ou algoritmo de
aprendizagem com o objetivo de minimizar os erros, ou seja, corrigi-los [20, 21, 23]. A
maioria das aplicagdes de redes neurais utiliza as redes Perceptrons Multiplas Camadas

(MLP) que foram também aplicadas para o desenvolvimento deste trabalho.

Aprendizado nao Supervisionado

Neste paradigma, o aprendizado ocorre sem a tutela do professor. Isto significa
que ndo hd exemplos rotulados do problema a ser resolvido pela rede neural. Este

paradigma ¢ ilustrado pelo diagrama de blocos da Figura 2.4.
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' Sistema de
Ambiente |——"> aprendizagem

Figura 2.4 Aprendizado nio supervisionado

O processo de aprendizagem através deste paradigma consiste em modificar
repetidamente os parametros livres das redes neurais em resposta as entradas de acordo
com a regra ou algoritmo de aprendizagem.

Como exemplo de regra de aprendizagem que utiliza este paradigma, tem-se o
aprendizado por competicdo. A idéia neste processo de aprendizagem consiste em fazer
com que os neurdnios das unidades de saida disputem entre si para serem ativados.
Durante a etapa de treinamento, ajuste dos parametros livres, os neurdnios que vao se
tornando ativos com um determinado padrdo de entrada tém seus pesos ajustados, de
maneira que este tenha uma maior probabilidade de se tornar ativo quando for
estimulado por um padriao semelhante. J4 os neurdnios que ndo foram ativados, podem
ser ajustados ou ndo, de acordo com seu grau de vizinhanca do neurénio vencedor
(ativo).

Os tipos de redes neurais, mais conhecidas, que utilizam estas regras sdo as
Redes Mapas Auto-Organizaveis (SOM — Self-Organizing Maps) desenvolvidas por
Teuvo Kohonen [22].

2.2.5 Redes Perceptron Miltiplas Camadas

Séo redes do tipo feedforward, ou seja, o processamento da informagao se da no
sentido progressivo. Tipicamente, a RNA consiste de um conjunto de unidades
sensoriais (n6s de fonte) que constituem a camada de entrada, uma ou mais camadas
ocultas de nés computacionais (neurdnios) ¢ camada de saida de n6s computacionais. O
sinal de entrada se propaga para frente através da rede neural camada por camada. A
Figura 2.5 ilustra a rede MLP.

As redes do tipo MLP tém sido aplicadas com sucesso para resolver diversos
problemas dificeis. Inicialmente, o que alavancou o uso das redes MLP foi o
desenvolvimento do algoritmo de treinamento de retropropagacdo do erro

(backpropagation), o qual permite estimar o erro cometido pelos neuronios das camadas
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intermediarias e, conseqiientemente, determinar os devidos ajustes dos pesos em todos

os neurdnios da RNA, a fim de minimizar o erro durante o treinamento da mesma.

2.3 Algoritmos de Treinamento

Utilizando como estrutura basica da rede neural o neurdnio da Figura 2.1,
tipicamente a rede neural possui uma camada de entrada, uma ou mais camadas ocultas
e uma camada de saida. A Figura 2.5 mostra a arquitetura de uma rede perceptron de
multiplas camadas com uma camada de entrada, uma oculta ¢ uma de saida, e
totalmente conectado. Isso significa que um neuronio em qualquer camada da rede esta

conectado a todos os neurdnios da camada anterior.

Sinal de <
Entrada
(estimulo)

Sinal de saida
(resposta)

Camada Camada Camada
de entrada oculta de saida

Figura 2.5 Arquitetura perceptron de multiplas camadas com uma camada oculta.

Para o desenvolvimento deste trabalho foram utilizados dois algoritmos de
treinamento para definir a melhor arquitetura da RNA que foram aplicados na previsao
de vazdo do rio Sdo Francisco. A seguir, sdo feitas algumas breves consideragdes sobre
os dois tipos de algoritmos utilizados: Gradiente Descendente com Momento e Resilient

Propagation.
2.3.1 Gradiente Descendente com Momento (GDM)

O algoritmo de treinamento GDM surgiu com o objetivo de aumentar a taxa de
aprendizagem do algoritmo de retropropagagdo [18], visto que o algoritmo de
retropropagacdo fornece uma aproximacdo para a trajetoria no espaco de pesos

calculada pelo método da descida mais ingrime, ou seja, quanto menor for o parametro
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da taxa de aprendizagem 1, menor sera a variagdo dos pesos sinapticos da RNA, de uma
iteracdo para a outra, e mais suave sera a trajetoria no espaco de pesos. Essa melhoria,
entretanto, ¢ obtida a custa de uma taxa de aprendizagem lenta. Por outro lado, se o
parametro da taxa de aprendizagem m for muito grande, para acelerar a aprendizagem,
as grandes modificagdes nos pesos sinapticos resultantes podem tornar a rede instavel,
isto ¢, oscilatoria. Um método simples de aumentar a taxa de aprendizagem, evitando,
no entanto, o perigo de instabilidade, ¢ incluindo um termo de momento [18], como:

AW, (n) = @Aw (n=1)+ 75, (M), (n) (23)
onde o ¢ usualmente um nimero positivo chamado de constante de momento.

A incorporagdo do momento no algoritmo de retropropagacdo representa uma
modificacdo pequena na atualizacdo dos pesos; contudo, pode haver alguns efeitos
benéficos sobre o comportamento de aprendizagem do algoritmo. O termo de momento
pode também ter o beneficio de evitar que o processo de aprendizagem termine em um
minimo local raso na superficie de erro.

Atualmente, o algoritmo de treinamento GDM ndo ¢ muito utilizado devido a

existéncia de algoritmos de controle mais rapidos e que apresentam erros menores.

2.3.2 Algoritmo Resilient Propagation (RPROP)

O algoritmo RPROP (Resilient Propagation) ¢ um tipo de retropropagagdo que
apresenta um eficiente esquema de aprendizagem, o qual tem como caracteristica uma
adaptacdo direta do peso baseada na informagdo do gradiente local. Diferentemente dos
outro algoritmo GDM, a adaptacdo do RPROP nao ¢ interferida pelo comportamento da
magnitude do gradiente da fun¢do erro [26]. Para conseguir isto, cada peso serd alterado

individualmente através de um valor adaptativoA ;. Durante o processo de

aprendizagem, A;; ¢ baseado na fungdo do erro de acordo com a seguinte regra de

aprendizagem:
E (t=1) E t)
n" A, se 2 9 >0
0 w; O w;;
(t-1) ®
A(it} = 77’ A(it;1)9 se i Xi <0
0w, . ow

i i
A7, caso contrario

Emque O<n” <1<n".
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A regra de adaptagdo deste algoritmo funciona da seguinte maneira: cada vez
que a derivada parcial da fung@o erro em relagdo ao peso @,; muda seu sinal, indicando
que a ultima atualizacao foi muito grande, tal que fez o erro da fungdo ultrapassar o

minimo local, entdo o valor A;; € decrementado pelo fator 7~ A;;. Se a derivada

mantém seu sinal, o fator individual de ajuste do peso ¢ ligeiramente aumentado por um
fator 1" a fim de acelerar a convergéncia do peso.

Sabendo os valores adaptativos para cada peso, entdo estes serdo alterados da

maneira seguinte:

®
a2
0w,
®
Aol =1+A;,5e — <0
.

ij
0, caso contrario

ot

_ Cf)i(? LA a)i(?
se a derivada ¢ positiva (aumentando o erro), o peso ¢ diminuido do seu valor de
atualizacdo, caso contrario, o valor sera adicionado.

Entretanto, existe uma exce¢do: se a derivada parcial muda de sinal, ou seja, o
passo previsto foi muito grande a ponto de fazer o ponto passar do minimo desejado,

entdo a atualizag¢ao do peso deve ser revertida, como segue:

oE " oEY
Ao =-Ao'™", se X <0
H ') dw, O, 24)

Conseqlientemente, ¢ de se esperar que no proximo passo essa derivada mude
novamente seu sinal. Para que ndo haja uma segunda “punicdo”, entdo se deve prever

uma maneira de ndo fazer a adaptacdo do peso. Na pratica, isto pode ser conseguido

(t-1)
=0 na regra de adaptagéo de A ;.

fazendo

860ij

Uma das principais vantagens do algoritmo RPROP est4 ligada ao fato de que

para a maioria dos problemas ndo ¢ necessario fazer uma boa escolha dos parametros (

n', n, Ay, Ay) a fim de garantir convergéncia. A seguir encontram-se algumas

dicas para a escolha de tais pardmetros:
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Seleciona-se A ;. Um valor tipico é A = 0,1, mas varia¢des nesta inicializagdo
nao sao criticas para o algoritmo;

) para evitar problemas

max min

Satura-se o valor maximo e minimo de A ;; (A, ¢ A

de overflow e underflow;
Experimentalmente, determinou-se 77° =1,2 e ° = 0,5 como bons valores para

estes parametros.

O RPROP ¢ um algoritmo muito rapido e apresenta erros muito pequenos.

2.4 Conclusoes do Capitulo

Neste capitulo, atencao especial foi dada as RNAs. Sendo assim, foi apresentada

a base tedrica necessaria para o desenvolvimento e implementagao de um modelo para

previsdo de vazdo na bacia do rio Sdo Francisco tdo importante para o sistema

hidroelétrico brasileiro e mais especificamente do Nordeste.

Desta forma, os conhecimentos adquiridos sdo de grande utilidade para um

melhor desenvolvimento deste trabalho.
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3 LOGICAFUZZY

3.1 Introducio

Este capitulo tem como objetivo apresentar uma introdug¢do a Logica Fuzzy e
sua importancia para o desenvolvimento deste trabalho, principalmente no que diz
respeito ao sistema Fuzzy e Neuro-Fuzzy aplicado em previsao. Sendo assim, ¢
mostrado um breve histérico da logica fuzzy e os sistemas de previsdo, como também o
Adaptive Neuro-Fuzzy Inference System (ANFIS) utilizado para o desenvolvimento
deste trabalho.

Por fim, mostra-se a importancia da aplicagdo da logica fuzzy para previsao de

vazao.

3.2 Historico da Logica Fuzzy

No inicio dos anos 60, Lotfi A. Zadeh, um professor da Universidade da
Califérnia em Berkley, internacionalmente conhecido por suas contribuigdes para o
desenvolvimento das teorias de sistemas, vislumbrou que as técnicas tradicionais para
analise de sistemas eram exageradamente precisas para lidar com grande parte dos
problemas complexos do mundo real. A idéia de grau de pertinéncia, conceito que se
tornou a base da teoria dos conjuntos fuzzy, foi formulada em 1964, levando a
publicacdo do seu artigo introdutoério sobre os conjuntos fuzzy em 1965 e ao que
poderia ser denominado nascimento da tecnologia baseada na loégica nebulosa [28].

Vale assinalar que a teoria da logica fuzzy enfrentou, no seu inicio, forte
resisténcia por parte da comunidade cientifica, principalmente por parte dos estatisticos
norte-americanos. Entretanto, a despeito de todo preconceito, muitos pesquisadores

vislumbraram as possibilidades que esta teoria oferecia e trabalhos surgiram em todo o
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mundo, particularmente no Japao, onde a légica fuzzy encontrou base cultural para
rapido desenvolvimento. Ja4 na primeira década de seu nascimento (1965-1975) os
pesquisadores se esforcaram por estender os fundamentos da légica fuzzy, introduzindo
conceitos novos e desenvolvendo outras abordagens da teoria, bem como as relagdes
fuzzy, as variaveis lingiiisticas, os processos de decisao fuzzy, a medida fuzzy, sistemas
topologicos, dlgebra com numeros fuzzy, entre outros conceitos. Em 1972, formou-se
no Japao o primeiro grupo de pesquisas em sistemas fuzzy, coordenado pelo professor
Toshiro Terano, e em 1974 iniciou-se um importante capitulo na consolidac¢ao da légica
fuzzy, especialmente no aspecto de sua aplicag@o a processos, sistemas e componentes
industriais com a apresentacao do primeiro controlador fuzzy, criado por E. Mamdani,
no Reino Unido.

A partir de entdo se pode assinalar o trabalho de varios pesquisadores na
aplicagdo da logica fuzzy na area de controle de processos e sistemas de engenharia.
Tem-se, em 1976, o primeiro desenvolvimento buscando uma aplicagdo industrial da
logica fuzzy, envolvendo o Circle Cement e SIRA, na Dinamarca, consistindo de um
controlador fuzzy que incorporava o conhecimento e a experiéncia dos operarios para
controlar fornos industriais, sistema este que entrou em operacao industrial em 1982.
Didie Dubois, em 1977, utilizou conjuntos fuzzy no desenvolvimento de um estudo
sobre condi¢des de trafego surgindo, neste mesmo ano, o primeiro sistema especialista
fuzzy. Vale destacar o desenvolvimento, em 1985, do primeiro circuito integrado fuzzy
por Masaki Togai e Hiroyuke Watanabe, no laboratorio Bell (EUA).

Em 1987, foi inaugurado, com sucesso, a primeira composi¢ao ferroviaria com
estrutura de controle baseada na logica fuzzy, no sistema do metrd de Sendai, no Japdo.
Foi também desenvolvido, neste mesmo ano, pela Yamaha, um helicoptero nao-
tripulado, Yamaha-50, totalmente controlado por um controlador fuzzy, dando origem,
definitivamente, a era do desenvolvimento tecnolégico com suporte nesta teoria.
Comeca a operar, em 1988, no Yamaichi Fuzzy Fund o primeiro sistema de comércio
financeiro fuzzy, mostrando toda a potencialidade deste ferramental e expandindo suas
aplicagdes para sistemas nao industriais. Mas, foi em 1990 que esta teoria atingiu maior
visibilidade com o langamento no mercado da primeira maquina de lavar roupas, da
Matsushita Electric Industrial Co, marcando o inicio do desenvolvimento de produtos
de consumo baseado na logica fuzzy. Hoje ja ¢ possivel encontrar, principalmente, no
Japdo, toda a sorte de eletrodomésticos que operam baseados em controles fuzzy

(televisoes, cameras fotograficas, panelas para cozimento, videos € muitos outros); em

-35-



CAPITULO 3 — LOGICA FUZZY

diversas areas (economia, computacao, medicina, engenharia), os conceitos da logica
fuzzy vém sendo aplicado de forma crescente e varias empresas (Siemens, Daimler-
Benz, Klockner-Moeller, SGS-Thomson, General Motors, Motorola, Hewlett-Packard,
etc.) ja possuem seus proprios laboratérios para desenvolvimento de produtos com
suporte da logica fuzzy [29].

Verifica-se a utiliza¢do crescente de sistemas fuzzy em uma grande variedade de
aplicagcdes nas mais diversas dreas, incluindo medicina, psicologia, economia,
administracdo e engenharia. Por exemplo, na engenharia algumas das areas potenciais
de aplicacao incluem [30]:

» Aecronautica: controle de v6o, controle do motor, sistemas de aviagao,
diagnostico de falhas, navegacao e controle de altitude de satélites [31];

* Sistemas de automacgdo de rodovias: dire¢do automatica, controle de frenagem
e aceleragdo para veiculos [32];

* Sistemas de manufatura: controle do processo de produgdo e de armazenagem;

* Industrias de forga: controle de geradores, controle/distribui¢do de poténcia e
estimacao de carga [33];

* Controle de processos: controle de temperatura e pressdo, velocidade e nivel,
diagnostico de falhas, controle de colunas de destilagao e de processos de dessalinizagao
[34];

* Robotica: controle de posicao e planejamento de caminho.

3.3 Metodologia da Logica Fuzzy

Os seres humanos estdo acostumados a tomar decisdes, onde a resposta para
determinado caso ndo seja totalmente verdadeira. Neste caso, a logica Fuzzy deriva
desta capacidade do ser humano, de inferir conclusdes e gerar respostas através de
informagdes vagas, ambiguas e qualitativamente incompletas e imprecisas. Em outras
palavras, a logica fuzzy pode ser vista como uma maneira de expressar incerteza. A
logica fuzzy permite representar valores de pertinéncia (grau de verdade) intermediarios
entre os valores de verdadeiro e falso da logica cléassica (bivalente).

Os sistemas fuzzy propdem um céalculo matematico para traduzir e processar o
conhecimento subjetivo obtido de um especialista, ou seja, uma maneira de manipular

conhecimento com um determinado nivel de incerteza.
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A Logica Fuzzy ¢ baseada na teoria dos Conjuntos Fuzzy que foi desenvolvida a
partir de 1965 [35]. Esta ¢ uma generalizagdo da teoria dos conjuntos tradicionais para
resolver os paradoxos gerados a partir da classificagdo “verdadeiro ou falso” da Logica
Classica. Tradicionalmente, uma proposi¢do légica tem dois extremos: ou
“completamente verdadeiro” ou ‘“completamente falso”. Entretanto, na Légica Fuzzy,
uma premissa varia em grau de verdade de 0 a 1, o que leva a ser parcialmente
verdadeira ou parcialmente falsa. O comportamento de tais sistemas ¢ descrito por um
conjunto de regras fuzzy do tipo: SE <premissa> ENTAO <conseqiiente> que sdo uma
forma clara e eficiente de representar o conhecimento. Estas regras sdo facilmente
entendidas, por serem estruturadas proximas a linguagem usada pelos especialistas. As
regras Fuzzy manipulam os termos lingiiisticos.

As variaveis de entrada em um sistema fuzzy sdo mapeadas em conjuntos fuzzy
por meio de fungdes de pertinéncia. O mapeamento de uma entrada em um conjunto
fuzzy gera um grau de pertinéncia dessa entrada ao conjunto. Por meio de regras SE-
ENTAO o sistema é capaz de expressar condigdes de pertinéncia. Tais regras sdo
formuladas da seguinte forma:

SE (ANTECEDENTES) ENTAO (CONSEQUENTE).

Nessa formulagdo os ANTECEDENTES expressam as condi¢cdes a serem
satisfeitas que resultam em um desdobramento representado pelo CONSEQUENTE da
regra. Porém o grande problema dos sistemas baseados em regras estd na quantidade de
parametros a serem ajustados para o funcionamento adequado do modelo. Esses
parametros livres se encontram na formacdo das fungdes de pertinéncia dos
antecedentes e dos conseqiientes. Em outras palavras para se criar uma regre fuzzy do
tipo SE ALGO FOR ALTO ENTAO A SAIDA E BAIXA precisa definir-se que tipo de
funcdo e ajustar os pardmetros que indicam o que ¢ ALTO e BAIXO no contexto das

regras. Esse procedimento de ajuste nao ¢ trivial.

3.4 Sistema de Inferéncia Fuzzy

Com base nas informacdes apresentadas, ja ¢ possivel construir o Sistema de
Inferéncia Fuzzy. Neste sistema, tem-se a conversdo dos valores exatos para varidveis

lingtiisticas. Na Figura 3.1 ¢ mostrado um sistema de inferéncia fuzzy.

-37 -



CAPITULO 3 — LOGICA FUZZY

Valores g ficaca Banco de Regras Defi ficaci Valores
Exatos Uzzylieagao Inferéncia cluzzylicagao Exatos

A\ 4

Figura 3.1 Sistema de Inferéncia Fuzzy.

Geralmente os dados de entrada deste sistema sdo valores precisos, resultados de
medigdes ou observagdes (conjuntos de dados para previsdo, por exemplo), logo, ¢
necessario realizar um mapeamento destes dados precisos para os conjuntos fuzzy de
entrada, o que ¢ realizado no estagio de fuzzificagdo. Neste estadgio ocorre também a
ativagdo de algumas regras para uma dada situagdo. Uma vez obtido o conjunto fuzzy
de saida através do processo de inferéncia, no estagio de defuzzificagdo é efetuada uma
interpretagdao dessa informacao. No estagio de inferéncia ocorrem as operagdes com 0s
conjuntos fuzzy: combinacdo dos antecedentes das regras, implicagcdo e aplicagdo das
regras de inferéncia do sistema. Os conjuntos fuzzy de entrada, relativos aos
antecedentes das regras, ¢ o de saida, referente ao conseqiiente, podem ser definidos
previamente ou, alternativamente, gerados automaticamente a partir dos dados e

utilizando o grid partition ou sub clustering.

3.5 Sistema Hibrido: Logica Fuzzy + Redes Neurais Artificiais

Pesquisas feitas tém mostrado que sistemas inteligentes hibridos fornecem
métodos eficientes em determinadas aplicagdes, principalmente no ramo da Engenharia.

O Sistema Hibrido ¢ uma ferramenta poderosa que esta sendo cada vez mais
utilizada para a solu¢do de problemas. Sendo composto aqui pela combinacdo de duas
ferramentas ja conhecidas: Redes Neurais Artificiais e a Logica Fuzzy, no qual se
agregam as caracteristicas de transparéncia de raciocinio da logica fuzzy juntamente
com a capacidade de aprendizado e generalizacdo das RNAs. Assim, a unido da rede
Neural com a légica Fuzzy vem com o intuito de amenizar a deficiéncia de cada um
destes sistemas fazendo com que tenhamos um sistema mais eficiente, robusto e de facil

entendimento.
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3.6 Sistema Neuro-Fuzzy: ANFIS

O Sistema de inferéncia Neuro-Fuzzy adaptativo (Adaptive Neuro-Fuzzy
Inference System - ANFIS) ¢ uma rede neural proposta por Jang [36,37], cuja idéia
basica ¢ de implementar um sistema de inferéncia Fuzzy através de uma arquitetura
paralela distribuida, neste caso, a de uma RNA, de tal forma que os algoritmos de
aprendizado possam ser usados para ajustar o sistema de inferéncia Fuzzy.

Os sistemas adaptativos neuro-fuzzy unem a flexibilidade dos sistemas fuzzy,
provida pelas regras, com a arquitetura de Redes Neurais que propicia o aprendizado
adaptativo através de dados de treinamento, ajustando adaptativamente os parametros
das fungdes de pertinéncia. Mais especificamente, o modelo neuro-fuzzy mais difundido
na literatura ¢ o sistema ANFIS e que se baseia na equivaléncia funcional, sob certas
restri¢des, entre as redes RBF (Radial Basis Function) e os sistemas fuzzy do tipo TSK
(Takagi-Sugeno-Kang) [38]. A utilizacdo de operadores continuamente diferenciaveis
(soma-produto) nos sistemas TSK permite a utilizacdo de algoritmos de otimizagdo
baseados no método do gradiente para a adaptacdo dos parametros. Entretanto, a
simples utilizagdo de algoritmos de programacdo ndo-linear para adaptacdo de
parametros nao implica necessariamente na fusdo de sistemas fuzzy e redes neurais.
Além disso, a utilizagdo de técnicas de otimizacdo visando o aumento da precisdo
numérica dos resultados pode prejudicar a interpretacdo dos conjuntos fuzzy obtidos
apods o treinamento.

Os sistemas ANFIS computam os pardmetros das fungdes de pertinéncia fuzzy
interativamente durante a fase de treinamento calculando a resposta obtida pelo sistema
e a resposta esperada. E entdo pelo erro quadratico entre essas respostas o sistema
automaticamente se adapta modificando os pardmetros das fungdes de pertinéncia fuzzy
relacionadas com os antecedentes o os conseqiientes obtendo assim uma nova resposta
para o sistema. Esse procedimento ¢ executado com os dados de treinamento até que
nao se tenha mais diminuigdo significativa do erro relativo a saida esperada.

Os parametros associados com as fungdes de pertinéncia sdo ajustados via um
algoritmo de aprendizado. O ajuste destes parametros ¢ efetuado utilizando o algoritmo
de retropropagacao ou uma combinagdo deste com um algoritmo do tipo: minimos
quadrados (Least Squares). Esta estrutura implementa sistemas do tipo Takagi-Sugeno
[39], com fung¢des lineares ou constantes nos conseqiientes das regras que formam o

sistema, tendo estas regras pesos unitarios.
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Os sistemas ANFIS possuem uma arquitetura em rede similar a arquitetura das
redes neurais artificiais, que mapeiam um conjunto de entradas em uma saida. Esse
mapeamento ¢ feito através de uma série de cinco camadas intermediarias. Cada camada
intermediaria tem um papel especifico relacionado com o processo de inferéncia fuzzy.
A primeira camada ¢ responsavel pelo mapeamento da entrada nos conjuntos fuzzy
gerando os antecedentes das regras; na segunda camada, sdo realizadas as operacdes t-
norm que possibilita a criagdo de regras com multiplos antecedentes; na terceira, ¢
realizada apenas uma operacdo de normaliza¢do; na quarta, os conseqiientes sdao gerados
conforme o modelo linear desenvolvido por Takagi-Sugeno [39]; Finalmente, na ultima
camada, ¢ realizada uma operagao T-conorm que possibilita a agregacdo de multiplos
conseqlientes para uma Unica saida do sistema. Na Figura 3.2, tem-se a arquitetura do

ANFIS [38].

Camada 1
) Clamasda 4
l Camada. 2 Camada 3 l
1 E

Ay l l : Camada 5
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i |
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Figura 3.2 Arquitetura Neuro-Fuzzy: ANFIS.

A primeira camada ¢ composta pelo grau de pertinéncia do padrao de entrada
(x,y). Nesta camada, calcula-se o grau de pertinéncia com que as entradas precisas
satisfazem os termos lingiiisticos associados a estes nos. Na segunda camada, cada n6
corresponde a uma regra, nesta calcula-se o grau de ativagdo de cada regra, ou seja, com
que grau o conseqiiente da regra estd sendo atendido. Os neurdnios desta camada
executam a operacdo de t-norm (geralmente produto). Na terceira camada, ¢ realizada a
normaliza¢do, onde cada n6 calcula a razdo entre o nivel de disparo da regra i pela soma

dos niveis de disparo de todas as regras. Ja na quarta camada, as saidas do neuronio sao
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calculadas pelo produto entre os niveis de disparo normalizados ¢ o valor do
conseqliente da regra em si. A camada 5 calcula a saida precisa.

Este sistema utilizado no trabalho foi o particionamento Fuzzy-grid Adaptativo.
Seu aprendizado (identificacdo da estrutura e parametros) ¢ feito em duas etapas que se
repetem até que o critério de parada seja alcancado, quais sejam:

ETAPA 1: Os parametros dos antecedentes ficam fixos e os conseqiientes sdo
ajustados pelo método MQD- estimagdo por Minimos Quadrados Ordinarios.

ETAPA 2: Os parametros dos conseqiientes ficam fixos e os antecedentes sdo
ajustados pelo algoritmo Gradiente Descendente.

Dentre as caracteristicas do sistema neuro-fuzzy tem-se a sua utilizacdo em
problemas de previsdo, sendo nesse trabalho utilizado na previsdo de vazao. Na se¢do
seguinte, uma breve revisao sobre identificagdo de sistemas ¢ apresentada.

A ferramenta computacional escolhida para a previsdo de vazdo foi o sistema
Fuzzy. Porém, para se trabalhar com esta ferramenta de inteligéncia artificial ¢
necessaria a montagem de uma base de regras que relacionem a entrada com a saida.
Isto ¢ muitas vezes um trabalho altamente exaustivo e demorado, visto que ¢ necessario
que as regras prevejam todas as entradas e as possiveis saidas, além da preocupagao de
eliminar qualquer tipo de conflito na parte ENTAO das regras, o que ocasionaria duas
saidas diferentes para uma mesma entrada. Para solucionar este problema, ¢ proposta
neste trabalho a utilizagcdo de uma rede neuro-fuzzy, onde a rede sera treinada utilizando
técnicas de redes neurais para a montagem das regras que serdo posteriormente
utilizadas no sistema fuzzy montado a partir dos coeficientes obtidos no treinamento da
rede. Neste caso, o objetivo da rede neural € processar a informagdo de acordo com seu
prévio treinamento com dados de entrada e saida. A escolha da rede neural se deve ao
fato das redes neurais serem extremamente paralelas, pois suas numerosas operagoes
sdo executadas simultaneamente.

O sistema neuro-fuzzy escolhido foi o sistema criado por J. S Roger Jang
chamado ANFIS que faz uma adaptag@o dos valores de entrada e saida para uma base
de regra que interliga todas as entradas e saidas, formando assim uma base de regras
robusta que cria um sistema de inferéncia fuzzy que contempla todas as possiveis
entradas.

O sistema ANFIS foi escolhido por ser usado para aplicacdes de previsdo e
aproximacao de fungdes. Além disso, ele ¢ um sistema de Takagi-Sugeno e se

demonstra que seu modelo de primeira ordem ¢ um aproximador universal. Sua
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popularidade ¢ tdo grande que o levou a ser implementado no MatLab. Um exemplo de
sistema de Takagi-Sugeno de primeira ordem pode ser visto na Figura 3.3.
Tendo duas varidveis de entrada x e y, uma saida z determinada pela Equagao

3.1 e as regras:

Regral: SExéAleyé BLENTAO fi=p; xX+0q; xy+r
Regra2: SEx¢éA2ey ¢ B2ENTAO f, =pa x X+ Xy +1,

“ A By

Figura 3.3 Exemplo do Sistema Takagi-Sugeno de Primeira Ordem.

Entdo através da Figura 3.3 temos:
W1.f1+W2.f2
W1 s W2 (3.1

3.7 Conclusoes do Capitulo

Um sistema de inferéncia fuzzy neuroadaptativo ANFIS pode ser treinado com
um algoritmo de retropropagagdo para modelar um conjunto de dados entrada/saida. O
FIS, permitindo adaptacdo, contempla o sistema fuzzy com a habilidade de aprender
inter-relagdes embutidas nas entradas e saidas dos dados utilizados.

A estrutura de rede do ANFIS facilita o processo de computagdo do vetor
gradiente que relaciona a redugdo de uma fungdo erro para uma modificagdo nos
parametros de um FIS. Assim que o vetor gradiente ¢ obtido, um ntimero de rotinas de
otimizagdo pode ser aplicado para reduzir o erro entre a saida real e a obtida. Na
literatura de redes neurais, isto ¢ conhecido como aprender com o exemplo. O modelo
do ANFIS utilizado neste trabalho ¢ do tipo Sugeno (conhecido como TSK fuzzy
model), proposto por Tagaki & Sugeno [38] e Sugeno & Kang [40].
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Toda a abordagem de Logica Fuzzy tratada neste capitulo serd de grande

utilidade para a implementacao deste trabalho como veremos nos capitulos seguintes.
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CAPITULO 4

4 METODOLOGIA APLICADA

Este capitulo descreve a metodologia aplicada no desenvolvimento deste trabalho
no que diz respeito a utilizagdo de inteligéncia artificial para previsao de vazdo. Sendo
assim, sdo descritas todas as etapas a serem seguidas para desenvolvimento dos modelos
de previsao descritos no capitulo 5.

A metodologia para tratamento dos dados, os algoritmos de treinamento, escolha
da melhor arquitetura, método de validag¢ao cruzada e os parametros de validagao para

definir o melhor modelo serdo descritos neste capitulo.

4.1 Metodologia

O uso de modelos lineares na predicdo de vazdes e de séries temporais, como os
modelos classicos de Box-Jenkins [41], geralmente ¢ motivado pela simplicidade, o que
facilita o projeto e a implementagdo. Entretanto, existem muitas situagdes reais nas
quais se faz necessdrio um mapeamento nao-linear entre as varidveis de entrada e o
dominio de resposta do sistema, dai a necessidade de novas técnicas que permitam este

mapeamento de forma eficiente.

Com o advento do algoritmo backpropagation, uma grande ateng¢ao tem-se dado
as redes neurais, especialmente as redes MLP (multilayer perceptron), em fungdo de
poder aproximar uma funcdo arbitrdria ndo-linear em muitas variaveis conforme
demonstrado no capitulo 2. A capacidade de aproximacdo delas tem sido provada por
varios pesquisadores, como Cybenko [42] e Stinchcomb-White [43]. Eles mostraram
que uma rede MLP com uma unica camada escondida ¢ capaz de aproximar qualquer
funcdo continua definida sobre um conjunto compacto limitado. Portanto, a rede MLP
pode ser considerada uma técnica extremamente poderosa para realizar um mapeamento
ndo-linear. Entretanto, esses pesquisadores ndo fornecem procedimentos para
determinar o nimero de neurdnios necessarios na camada escondida para realizar a

aproximacdo de uma dada fungdo. Esse aspecto ¢ de fundamental importancia, haja
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vista que se o nimero de neurdnios na camada escondida for muito grande, além de se
ter um modelo ndo-parcimonioso, a rede poderd memorizar os dados de treinamento e
ficar com uma capacidade de generalizacdo pobre. Por outro lado, se o niimero de
neurdnios na camada escondida for pequeno, a rede podera ficar subajustada e, como

conseqiiéncia, ndo ser capaz de extrair dos dados todas as informacdes desejadas.

4.2 Tratamento dos Dados

A nossa aplicacdo estd baseada em um historico de vazdes médias mensais no
periodo de 1931 a 2004 para a usina de Sobradinho fornecido pelo ONS [44] que se
encontra no apéndice deste trabalho. Com a aquisi¢ao dos dados foi esbocado um
grafico em funcdo dos meses do ano com o objetivo de verificar e dividir os meses do

ano em dois grupos, conforme Figura 4.1.

8000
7000 —
6000 = 1
0 5000 — = =
- a
£ M -
Y 4000 H H
AT m
b
> 3000 H
2000 M
1000
0 L L] L1 L L]
jan fev mar abr mai jun jul ago set out nov dez | Média
@ 1931-2004 | 4756 | 4999 | 4865 | 3786 | 2335 | 1592 | 1333 | 1154 | 1032 | 1157 | 1906 | 3404 | 2693
0 2005 4382 | 4950 | 4770 | 3851 | 2222 | 1545 | 1167 | 1022 | 912 821 | 1243 | 4907 | 2649
0 2006 4478 | 2032 | 3590 | 4426 | 2196 | 1303 | 1105 | 1002 | 895 | 1157 | 2746 | 4409 | 2445
0 2007 5922 | 6813 | 6741 | 2619 | 1753 | 1247 | 1117 | 1003 | 943 841 911 | 1798 | 2642
@ 2008 1841 | 3025 | 3097 | 2921 | 1443 | 1126 | 945 815 711 701 867 | 1378 | 1572

Figura 4.1 Vazao Média do rio Sao Francisco em fun¢io dos meses do ano.

Na Figura 4.1, ¢ mostrada a vazao média do Rio Sao Francisco em fungdo dos
meses do ano no periodo de 1931 a 2004 e os anos de 2005 a 2008. A partir desses
dados, foi separado o ano em dois grupos: o primeiro grupo formado pelos meses de
dezembro de um ano a abril do ano seguinte (5 meses), meses considerados de cheia; e
o segundo grupo formados pelos meses de maio a novembro (7 meses) considerados de

s€ca.
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A vazdo mensal ocorrida nos anos de 2005 a 2008 serdo utilizados para validar os

modelos de previsao propostos neste trabalho.

Vale salientar também que na Figura 4.1 ¢ apresentada a vazao média anual, pois

esta serd utilizada como fonte para um dos modelos propostos no capitulo seguinte.

A metodologia aplicada neste trabalho consiste inicialmente no tratamento dos
dados e na determina¢do da melhor arquitetura e algoritmo de treinamento em busca da

melhor RNA.

Apos a etapa inicial da escolha da melhor RNA, sdo propostas trés diferentes

configurag¢des visando o melhor resultado na previsao anual de vazao.

Em uma ultima etapa, buscou-se reduzir o intervalo de previsao anual para mensal
tentando assim minimizar os erros. Nesta etapa, utilizou-se tanto as redes neurais
artificiais como também o ANFIS para a previsao.

O tratamento dos dados de 1931 a 2004 foi feito seguindo os procedimentos

padrdes [45, 46 e 47].

4.2.1 Embaralhamento dos Dados

A primeira etapa de tratamento dos dados ¢ o embaralhamento, que significa
misturar os dados aleatoriamente. Através deste processo € possivel tornar os dados
uniformes, evitando assim, tendéncias a falsos resultados. Terminado o embaralhamento

dos dados, segue-se a proxima etapa, a etapa de normalizaciao dos dados.

4.2.2 Normalizacido dos Dados

Observando que as magnitudes das variaveis de entrada da rede sdo diferentes,
deve-se entdo fazer a normalizacdo por variaveis, que foi realizada conforme a Equagao
(4.1):

« _ X=09X,
(0?10—r(r)r,19) L1.X4—0,9.X s, 4.1)

Os dados foram normalizados entre 0,1 e 0,9 para evitar que os neur6nios das

redes saturassem, dificultando o aprendizado durante os treinamentos [18].
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4.2.3 Separacio dos Dados para Treinamento e Validac¢io:

Visto que as redes neurais aprendem a partir de exemplos e que as mesmas sao
projetadas para serem capazes de generalizar o conhecimento adquirido durante o
treinamento, entdo ¢ necessario dividir a base de dados nos seguintes conjuntos:
treinamento, validagao e teste.

Neste trabalho, os dados foram separados da seguinte maneira: 50% para formar o
conjunto de treinamento, 25% para formar o conjunto de validacio e 25% para formar
o conjunto de teste.

O conjunto de treinamento deve ser constituido pela maior parte dos dados, pois ¢
a partir deste conjunto que os pesos sindpticos dos neuronios sdo ajustados durante os
treinamentos com objetivo de passar o conhecimento para as redes.

Ja o conjunto de validagdo ¢ usado paralelamente com o conjunto de treinamento.
Entretanto, o mesmo ndo ¢ usado para ajustes dos pesos, mais sim para verificar a
capacidade de generalizagcdo da rede neural durante o treinamento. Logo, este conjunto ¢
utilizado como critério de parada de treinamento, para evitar o super ajuste da rede, ou
seja, para evitar a memorizacao dos dados de treinamento.

Assim como o conjunto de validagdo, o conjunto de teste ndo ¢ utilizado para
ajustes dos pesos durante o treinamento, ele s6 ¢ apresentado a rede para estimar o
desempenho das mesmas quando estas estiverem em operacdo, ja que este conjunto

jamais fora apresentado a rede.

4.3 Experimentos para Escolha da Arquitetura

E sabido que o desempenho dos modelos de previsdes criados a partir das redes
neurais artificiais ¢ fungdo de varias variaveis, e a arquitetura ¢ uma delas. Diante disso,
¢ importante criar alguma estratégia para selecionar uma arquitetura ideal. Com esse
objetivo, foram utilizados procedimentos padrdes vastamente utilizados na literatura e
aplicados em [45, 46 e 47].

O critério aqui adotado ¢ de treinar varias redes neurais modificando os nimeros
de neurdnios na camada intermediaria na rede neural MLP que variou de 3 a 20. Sendo,
portanto, selecionada a arquitetura que obtiver menor erro médio quadratico (MSE)

durante os treinamentos sobre o conjunto de validagao.
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Assim como a arquitetura, a inicializacdo dos pesos sinapticos que ¢ realizada
aleatoriamente pode influenciar a performance dos treinamentos. Portanto, para cada
arquitetura testada os pesos sdo inicializados dez vezes para garantir que a selecdo da

melhor arquitetura nao tenha sido ocasionada por uma inicializagdo 6tima dos pesos.

4.3.1 Avaliacdo de Desempenho

Durante os treinamentos das redes neurais, o erro calculado foi o erro médio
quadratico (MSE), dos conjuntos de treinamento e valida¢ao, conforme Equacao (4.2).
L. L. PN ,
_ —max min T
MSE ——me it ;;(Lp, o) (4.2)

Os resultados das simulagdes das redes neurais serdo avaliados a partir do célculo

da percentagem do erro médio absoluto (MAPE) calculado pela Equacao (4.3).

MAPE (%)= ii“‘"‘ _T"‘|x100
NP T 4.3)

Onde Lax € Liin 880 0s valores de maximo e minimo dos coeficientes de saida na
representacao do problema, respectivamente. N ¢ o numero de unidades de saida da rede
neural, P ¢ o nimero de padrdes da base de dados considerada, L,; ¢ a saida calculada

por cada unidade de saida da rede e Tpi a saida desejada da rede para cada unidade.

4.3.2 Critérios de Parada dos Treinamentos

Em geral, ndo se pode demonstrar que o algoritmo de treinamento convergiu e
ndo existem critérios bem definidos para encerrar a sua operagdo. Em vez disso, ha
varios métodos particulares, cada um com o seu mérito que pode ser usado para
finalizar os treinamentos das redes neurais. Todos os critérios de parada tém objetivo de
evitar overfiting dos pesos, o que prejudica a capacidade de generalizagdo das redes.

Os critérios de parada do treinamento utilizado neste trabalho sdo apresentados a

seguir.
4.3.2.1 Nimeros de Epocas

E estipulado um niimero maximo de épocas de treinamentos nos projetos dos
modelos de previsdes, onde se define época como sendo o niimero de vezes que o
conjunto de treinamento ¢ passado para RNA. Foram utilizadas 10000 épocas como

namero maximo neste trabalho.
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4.3.2.2 Early Stop

O critério de Early Stop tem o objetivo de aumentar a capacidade de
generalizacdo das redes neurais através do erro no conjunto de validagdo. Este erro,
geralmente, diminui durante a fase inicial do treinamento, porém quando a rede neural
comeca a memorizar, ele aumenta. Portanto, quando o erro deste conjunto aumenta em
um numero especifico de épocas, o treinamento ¢ interrompido, € os pesos e bias sdo

retornados aos seus valores do momento de menor erro sobre o conjunto de validagdo.

4.3.2.3 Desempenho minimo de Treinamento

Neste critério, a parada do treinamento ¢ determinada quando o erro sobre o
conjunto de treinamento atingir o limite de erro especificado. Neste trabalho o limite
adotado foi do erro médio quadrado (MSE) igual a zero. Este valor foi escolhido para
permitir que as redes treinem o maximo possivel, desde que ndo infrinja os outros dois
critérios.

Os critérios de parada citados anteriormente sdo utilizados simultaneamente
durante o treinamento, devendo este ser encerrado caso qualquer um dos critérios seja

atingido.
4.4 Selecao de Arquitetura

No projeto de RNA existe uma dependéncia entre o numero de padrdes usados
no conjunto de treinamento, a dificuldade do problema a ser tratado, o niimero de
parametros livres (pesos e bias) e o processo de aprendizagem. No entanto, ndo existe
nenhuma regra deterministica que relacione estas variaveis, apesar de alguns
pesquisadores citarem algumas regras praticas. Neste trabalho, estas variaveis sao
restringidas ao nimero de parametros livres, ou melhor, a arquitetura da RNA, pois o
nimero de padrdes de treinamento estd limitado pelo tamanho da base de dados,
enquanto que a dificuldade do problema ¢ inerente a aplicacao.

Sabe-se que a rede MLP ¢ considerada uma técnica extremamente poderosa para
realizar um mapeamento nao-linear. Porém, se os procedimentos para determinar o
nimero de neur6nio necessarios na camada escondida ndo forem seguidos; a rede
podera memorizar os dados de treinamento e ficar com uma pobre capacidade de
generalizacdo, ou ainda a rede podera ficar subajustada e, como conseqiiéncia, nao ser

capaz de extrair dos dados as informacdes desejadas [48]. Desta forma, para se
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selecionar a arquitetura da RNA foi adotada a regra utilizada nos trabalhos [45, 46 ¢
47]. Nestes trabalhos, as arquiteturas sdo definidas mediante a variagdo do numero de
neurdnios na camada oculta, sendo selecionada a que apresentar o melhor desempenho,
ou seja, menor MSE durante os treinamentos.

No desenvolvimento dos modelos neurais deste trabalho, para cada niumero de
neurdnios ocultos, determinado entre a faixa de variacao de sele¢do, os treinamentos das
redes sdo inicializados dez vezes com pesos aleatdrios. No final de cada processo de dez
inicializacdes, ¢ anotado o erro médio MSE no conjunto de validacdo. Este erro ¢
utilizado como balizador na defini¢do da arquitetura, pois a arquitetura selecionada

deverd apresentar o menor MSE.

4.5 Algoritmo de Treinamento

O algoritmo de aprendizagem backpropagation tem diversas variagdes, uma vez
que o algoritmo padrdao backpropagation se torna muito lento para varias aplicagoes, ¢
seu desempenho piora sensivelmente para problemas maiores € mais complexos. Desta
forma, foi avaliado outro algoritmo de treinamento.

Devido a necessidade de rapidez no algoritmo de treinamento e pelo fato de se
treinar um grande numero de redes, o RPROP foi escolhido. Este ¢ um algoritmo com
taxa de aprendizagem adaptativa, ou seja, o ajuste dos pesos depende do sinal da
derivada do erro com relagdo ao peso a ser ajustado, sendo normalmente de 1,2 para
aumentar ¢ de 0,5 para diminuir. Os ajustes dos pesos sdo feitos na fase backward do
treinamento a cada época com o objetivo de minimizar a fungao erro.

O RPROP procura eliminar a influéncia negativa do valor da derivada parcial na
defini¢ao dos ajustes dos pesos, pois utiliza apenas o sinal da derivada e ndo o seu valor.
O sinal indica a dire¢do do ajuste dos pesos, enquanto que o tamanho do ajuste ¢ dado

por um valor de atualizagao.

4.6 Validacao Cruzada: Usando o Método 10-fold

Apo6s a selecao da topologia da rede que obteve melhor desempenho durante o
treinamento, utilizou-se o método 10-fold para obter uma estimativa do erro mais
proximo do verdadeiro. A técnica de k-fold consiste em criar parti¢cdes da série temporal

em varios subconjuntos e, a partir destes, formar diversos conjuntos de treinamento,
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validacao e teste, onde cada um deste ¢ criado através de permutagdes das particdes da
série, conforme indicado na Tabela 4.1.

Tabela 4.1 Formacio dos conjuntos

Experimento Rede Treinamento Validagdo Teste
1 Delalo0 5,6,7,8,9,10 2,3,4 1
2 De 11a20 1,6,7,8,9,10 3,4,5 2
3 De 21 a 30 1,2,7,8,9,10 4,5,6, 3
4 De 31240 1,2,3,8,9,10 5,6,7 4
5 De 41 a 50 1,2,3,4,9,10 6,7,8 5
6 De 51 a 60 1,2,3,4,5,10 7,8,9 6
7 De 61 a 70 1,2,3,4,5,6 8,9, 10 7
8 De 71 a 80 2,3,4,5,6,7 9,10, 1 8
9 De 81 a 90 3,4,5,6,7,8 1,2,10 9
10 De 91 a 100 4,5,6,7,8,9 1,2,3 10

Esta técnica possibilita ainda encontrar uma melhor distribui¢do dos dados nos
conjuntos de treinamento, validacdo e teste, pois cada um destes conjuntos deve
representar bem a série temporal de vazdo. Assim, com a aplicacdo da validacdo
cruzada, sdo criados dez experimentos durante as simulagdes (testes) da melhor
arquitetura de rede, sendo que para cada experimento, os pesos sdo inicializados dez
vezes conforme apresentado na Tabela 4.1, pelos mesmos motivos que estes sdao

inicializados nos treinamentos.

4.7 Conclusodes do Capitulo

Neste capitulo foi apresentada a metodologia a ser desenvolvida neste trabalho,
ou seja, foram apresentadas todas as etapas para implementagdo dos modelos

mostrados no capitulo seguinte.
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5 MODELOS DE PREVISAO

Com o objetivo de conseguir o menor erro possivel foram propostos alguns
modelos para previsdo de vazao na bacia do rio Sdo Francisco. Neste trabalho, quatro
modelos de previsdo de vazao foram desenvolvidos: o primeiro, denominado de modelo
para previsdo utilizando RNA representado por trés configuragdes com horizontes de
longo prazo; o segundo, denominado de modelo para previsao utilizando RNA e ANFIS
representado por duas configuragdes com horizontes de médio prazo; o terceiro,
denominado modelo hibrido RNA-ANFIS para previsdo, utilizando as melhores
configuracdes da RNA e do ANFIS; e por fim, o quarto modelo, denominado sistema
hibrido RNA-Fragmentos, modelo para previsdo baseado em RNA e no Método dos

Fragmentos.

5.1 Horizontes para Previsao de Vazao

As previsdes de vazdo permitem que os diferentes modelos de operagao,
otimizagdo e simulagdo energética possam avaliar as condigdes operacionais das usinas
hidroelétricas no futuro, propiciando subsidios para a tomada de decisdes, explorando
toda sua complementariedade hidroldgica e propiciando ganhos significativos. Estas
previsdes de afluéncias podem permitir também uma tomada de decisdo no sentido de
minimizar os efeitos de uma cheia excepcional ou um racionamento inesperado, desde
que feita com relativa precisao e antecedéncia.

As previsdes de afluéncias servem como subsidio a outros setores usuarios da
agua como a irrigagdo, a pesca, o turismo, o lazer e a navegagdo. Estes setores se
utilizam destas previsdes de afluéncias para programar suas atividades a luz dos
recursos hidricos disponiveis nas diferentes bacias hidrograficas. Conforme o uso que se

faca das previsdes de vazdo, trabalha-se com diferentes horizontes e diferentes
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intervalos de discretizagdo. Ha trés horizontes de previsdes, a saber: previsdes de longo
prazo, previsdes de médio prazo e previsoes de curto prazo.

Na previsdo de vazao de longo prazo, a partir de um historico de vazdes naturais
médias mensais e de diferentes modelagens, geralmente utilizando técnicas de
hidrologia estocastica, realizam-se estimativas de vazdes médias mensais para 0s meses
seguintes, normalmente abrangendo um horizonte de até um ano.

No horizonte de previsdo de médio prazo, a partir de um histérico de vazdes
naturais médias mensais e utilizando modelagem estocastica sdo realizadas estimativas
de vazdes naturais médias mensais com horizonte de um més. Estas previsdes tem por
objetivo auxiliar no processo de tomada de decisdo operativa para a otimizagdo dos
recursos naturais nos reservatorios, no uso multiplo dos reservatorios, como navegacao,
controle de eventos extremos, abastecimento, turismo e lazer. Acredita-se que possa
haver um ganho bastante elevado nos resultados das previsdes de vazdo mensal,
posteriormente incorporando essa informacgdo aos modelos estocasticos existentes, ou
até mesmo, no uso de modelos deterministicos chuva-vazao para os primeiros meses a
frente.

No horizonte de previsdo de curto prazo, a partir de um histérico de vazodes
médias semanais ou diarias, em sua grande maioria baseado em dados de balanco
hidrico, sdo realizadas estimativas de vazdes médias didrias para um horizonte de até 14
dias a frente. Isto pode ser feito utilizando tecnologia deterministica com modelos
chuva-vazio, ou até mesmo, utilizando modelos estocasticos, acredita-se que também
possa haver um ganho bastante elevado nos resultados das previsdes de vazoes diarias,
sempre que houver uma evolucdo nas tecnologias de previsdo de precipitagdo que
permita ampliar o horizonte atual de alguns dias a duas ou trés semanas.

Os modelos de previsdo de vazdo descritos nesse capitulo sdo divididos em dois
tipos de horizonte de previsdo: de longo prazo e médio prazo. A seguir sao descritos os
modelos utilizando-se das ferramentas mais conhecidas atualmente que sdo as Redes

Neurais e o ANFIS.

5.2 Funcao Autocorrelagcao (ACF)

No intuito de melhor embasar os modelos de previsdo de vazdao a serem

desenvolvidos nesta dissertagdo, a fung¢do autocorrelacido foi aplicada a base de dados
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com o objetivo de verificar a correlagdo mensal e anual dos dados de vazao do Rio Sao
Francisco ao longo de todos esses anos (1931 a 2004). Dessa forma, pode-se verificar a
importancia da vazdo atual em relagdo as anteriores, e assim, desenvolver modelos
coerentes e consistentes com a realidade da sazonalidade do rio.

Constata-se observando a Figura 5.1 que existe uma autocorrelacdo positiva com
os trés meses anteriores. A partir dessa andlise, foi desenvolvido um modelo no qual se
tem como entrada trés meses anteriores.

Percebe-se também que a cada 12 meses, a autocorrelacdo se repete. Ou seja, o
mesmo més do ano anterior tem uma autocorrelagdo positiva (superior a 0,5) com o do
ano seguinte, o que levou a propor modelo sazonal para periodo seco e imido de acordo

com a sazonalizade das vazdes para um horizonte anual.

Fungdo Autocarrelagdo (ACF)

I . s s e i s s R e T BT ———. )
»
" -
b * ]
|:|5 el 2 i ot e s e B e i i B s i ........................................
o »
23
% @ L ®
E I
0 I 1 _ i T
& & & |
. L : : - & ;
S : ; ' :
05 i ! ] i ]
] 5 10 15 20 25
Atraso

Figura 5. 1 Funcio Autocorrelacio Mensal.

Em busca de novos modelos e baseado na Figura 5.2, onde se percebe a
autocorrelacdo anual com quatro anos anteriores, foram desenvolvidos modelos com
RNAs, cuja entrada ¢ a média anual de quatro anos anteriores ¢ a saida ¢ a previsao da

média anual do ano seguinte.
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Fungdo Autocorrelagio (ACF)

']“. ....... U L e e e v sreesms s o 2 B IR wma st e st s .
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(]

Autocarrelagio

Atraso

Figura 5. 2 Funcio Autocorrelacio Anual.

5.3 Modelos para Previsao Utilizando RNA

No intuito da busca de melhores resultados para previsdo de vazdo na bacia do
Sdo Francisco sdo propostas trés diferentes configuragdes para a previsdo anual
utilizando redes neurais artificiais. Estas configuracdes sao:
Configuracao 1:
12 x 12 para prever um més com horizonte de um ano. Entra-se com a vazao dos doze
meses e obtém-se como saida a vazdo dos doze meses do ano seguinte.
Configuracio 2:
Rede 1: 5 x 5 para prever um més com horizonte de um ano. Entra-se com a vazao dos
meses de dezembro até abril (meses de chuva) e obtém-se como saida a vazdo dos
meses de dezembro a abril do ano seguinte.
Rede 2: 7 x 7 para prever um més com horizonte de um ano. Entra-se com a vazao dos
meses considerados seco (maio até novembro) e obtém-se como saida a vazdo dos

meses de maio até novembro do ano seguinte.
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Configuracao 3:

3 x 1: para prever um més com horizonte de um ano. Entra-se com a vazdo do més e
obtém-se como saida a vazdo do mesmo més no ano seguinte. Para identificar os meses
do ano, utiliza-se também como entrada a representacdo dos meses em senos e

cossenos, resultando em um total de trés entradas nesta configuragao.

5.3.1 Primeira Configuracio

A idéia da primeira configuracdo ¢ entrar com a vazao dos doze meses de um ano
e prever a vazao dos doze meses do ano seguinte.

A Figura 5.3, ilustra a primeira configuracao.

Camada de Entrada Camada Oculta Camada de Saida

Figura 5. 3 Elementos basicos da primeira configuracio.

5.3.2 Segunda Configuracao

A idéia da segunda configuracao utilizando a rede 1, ¢ entrar com a vazao dos
cinco meses de cheia (dezembro a abril) para prever a vazao dos cinco meses de cheia
do ano seguinte; e utilizando a rede 2, ¢ entrar com a vazao dos sete meses considerados
seco (maio a novembro) de um ano e prever a vazdo dos sete meses seco do ano
seguinte. Desta forma, estar-se prevendo um ano completo.

A Figura 5.4, ilustra a segunda configuragao.
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Camada de Entrada Camada Oculta Camada de Saida

Figura 5. 4 Elementos basicos da segunda configuraciio: (a) 5 meses de cheia (dezembro a abril); (b)
7 meses considerados secos (maio a novembro).

5.3.3 Terceira Configuracio
A idéia da terceira configuragdo ¢ entrar com a vazao do més para prever a vazao
do mesmo més no ano seguinte. Para isso, teve-se que utilizar a sazonalidade,

representada pelos meses codificados em senos e cossenos.

A Figura 5.5 apresenta a terceira configuracao.
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Figura 5. 5 Elementos basicos da terceira configuracdo: usando senos e cossenos.

5.3.3.1 Representacio dos meses
Nessa forma de representacdo dos meses, consideram-se dois neurdnios com

funcdes de seno e cosseno, cujos valores sdo fixados pelas seguintes expressoes:
Neuroniol = Seno(2,0* 7 * N /T) (5.1)
Neur6nio2 = Cosseno(2,0 * z * N /T) (5.2)

Onde N varia de 1(janeiro) a 12 (dezembro) e T é o periodo que, nesse caso, € 12.

5.4 Modelos para Previsao Utilizando RNA e ANFIS

No intuito de minimizar os erros obtidos na previsdo com horizonte anual, sdo
propostas novas configuragdes buscando a previsdo no horizonte de um e dois meses a
frente. Vale salientar que para as seguintes configuracdes, foram feitas as previsoes

tanto utilizando RNA como o ANFIS.

5.4.1 Configuracio Um Més a Frente para o Treinamento com RNA e ANFIS

Essa configuracdo ¢ chamada de um més a frente e utiliza trés meses anteriores ao
més que se deseja prever. Ou seja, trés meses de entrada e uma saida. Os meses de

entrada sdo meses sucessivos/seguidos, conforme Tabela 5.1.
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Tabela 5.1 Configuracio Um Més a Frente Utilizada para o Treinamento da RNA e ANFIS

Entrada 1 Entrada 2 Entrada 3 Saida
Outubro Novembro Dezembro Janeiro
Novembro Dezembro Janeiro Fevereiro

Dezembro Janeiro Fevereiro Margo
Janeiro Fevereiro Margo Abril
Fevereiro Margo Abril Maio
Margo Abril Maio Junho
Abril Maio Junho Julho
Maio Junho Julho Agosto
Junho Julho Agosto Setembro
Julho Agosto Setembro Outubro
Agosto Setembro Outubro Novembro
Setembro Outubro Novembro Dezembro

5.4.2 Configuracio Dois Meses a Frente para o Treinamento com RNA e ANFIS

Essa configuracdo ¢ chamada de dois meses a frente e utiliza trés meses anteriores

sucessivos como entrada, intercalado de um més anterior ao més de previsdo. Ou seja,

trés meses de entrada e uma saida. Os meses de entrada sdao seguidos, depois, pula-se

um, e o proximo ¢ a saida desejada, conforme Tabela 5.2.

Tabela 5.2 Configuragio Dois Meses a Frente Utilizada para o Treinamento da RNA e ANFIS

Entrada 1 Entrada 2 Entrada 3 Saida
Setembro Outubro Novembro Janeiro
Outubro Novembro Dezembro Fevereiro
Novembro Dezembro Janeiro Margo
Dezembro Janeiro Fevereiro Abril
Janeiro Fevereiro Margo Maio
Fevereiro Margo Abril Junho
Marco Abril Maio Julho
Abril Maio Junho Agosto
Maio Junho Julho Setembro
Junho Julho Agosto Outubro
Julho Agosto Setembro Novembro
Agosto Setembro Outubro Dezembro

Vale salientar que o sistema ANFIS disponibilizado no MatLab® permite varias
entradas, porém, apenas uma saida. A preparacao deste arquivo foi feita utilizando a
planilha eletronica Microsoft Excel. Ap6s a conversdo, os dados sdo carregados no
editor do ANFIS no MatLab®, onde sdo selecionados para gerar o sistema de inferéncia
inicial, o tipo de particionamento que, neste trabalho, ¢ o Grid partition; o nimero de

fungdes para a camada de entrada; o tipo da fungdo de pertinéncia, bem como o numero
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de regras. O ANFIS ¢ treinado até satisfazer um critério de parada que pode ser o
nimero de épocas ou o valor do erro (MSE) ou pela parada antecipada quando o
conjunto de validacdo for informado; ou seja, o critério de parada que for atingido
primeiro para o treinamento do ANFIS. Para se chegar a um resultado satisfatorio na
previsdao de vazao, foram necessarios diversos testes, ja que foi notada a existéncia de
um ponto de saturacdo para a redugdo do erro, o qual depende diretamente do nimero
de regras desejadas. Entdo, para que o valor minimo do erro fosse atingido, foram
realizados varios testes até se obter um numero de regra adequado.

Em todos os casos, foi utilizado o tipo de funcdo de pertinéncia na forma

Gaussiana e o Takagi-Sugeno de primeira ordem como método de inferéncia fuzzy.

5.5 Modelos para Previsao Utilizando o Sistema Hibrido RNA-
ANFIS

Nesta etapa, foram feitas as previsdes anuais dos anos 2005, 2006, 2007 e 2008
usando de RNA e ANFIS. O método consiste em, a partir de uma base de dados
construida da média anual de cada ano (de 1931 a 2004), se utilizar das RNAs para
previsdo, sendo fornecidos para a rede quatro anos anteriores para ela prever o ano
seguinte.

Em uma etapa posterior, utiliza-se do ANFIS para calcular a vazdo de cada més
desse ano, tendo inicialmente como entrada: o més que se deseja (1 a 12), dois anos
anteriores e a previsao anual do ano seguinte realizada pela RNA, como visualizado na
Figura 5. 6. Tém-se um ANFIS para cada més e através dele obtemos um fator
denominado fator mensal; com esses resultados obtemos a previsdo mensal do ano que
quisermos, utilizando-se da Equacdo (5.3). Em seguida, calculado o erro da previsao,

conforme a Equagao (4.3).
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v O————
v2 U RNA — » v
V-3 [
V4 O—
Més [F——
vii O— FATOR e,
Vo O ANFIS
>y O—

Figura 5. 6 Modelo de previsao Hibrido RNA-ANFIS.

V=V xFATORu

Onde:

FATORy; ¢ o fator para cada més do ano;

Ve € a vazao prevista mensal;

V é a vazdao média anual.

(5.3)

5.6 Modelos para Previsao Utilizando o Sistema Hibrido RNA-

Fragmentos

Ao se trabalhar a nivel mensal, ha que se desagregar as vazdes anuais em

mensais. Sendo assim, tem sido freqiiente o uso do método dos fragmentos, o qual,

produz vazdes mensais por desagregacdes de vazdes anuais pré-geradas por um modelo

apropriado. Percebe-se que este método tem produzido bons resultados para os rios

intermitentes do Semi-Arido Nordestino [49].

Da mesma forma que no modelo anterior, inicialmente foi construida uma base

de dados a partir da média anual de cada ano (de 1931 a 2004) para realizar a previsao

da vazdo anual para os anos de 2005, 2006, 2007 e 2008, conforme Figura 5. 7.
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v-1 L
v2 O——
V-3 -
V4 [F—

RNA —— Vv

Figura 5.7 Previsdo de vazdo anual utilizando redes neurais.

Em seguida foi calculado um fator para cada més do ano. Esse fator é calculado
dividindo a média de cada més, e.g., média de todas as vazdes de janeiro de 1931 a
2004 pela média das médias dos anos (de 1931 a 2004), conforme Equagdo (5.4). A
partir desses dados ¢ feita a previsdo mensal dos anos de 2005, 2006, 2007 e 2008,

conforme Equacdo (5.5), e calculado o erro da previsao, conforme a Equacao (4.3).

_ Médiaw
FATO RMésFragmentos M éd I aMédiasAnua| (5 4)
V Més =V X FATO RMésFragmenos (55)
Onde:

FATOR ves Fragmentos € 0 fator para cada més do ano;
Vumes € a vazao prevista mensal;

V ¢ a vazdo anual prevista pela rede neural, conforme Figura 5.7.

5.7 Conclusées do Capitulo

Neste capitulo, foram apresentados os modelos de previsdao desenvolvidos, os
diferentes tipos de configuragdes, os diferentes horizontes de previsdo e as diferentes
ferramentas de previsdo de vazdo da grande area de inteligéncia artificial: RNA e

ANFIS.
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6 RESULTADOS

Este capitulo apresenta os resultados dos modelos de previsdo de vazao obtidos
durante o desenvolvimento deste trabalho com o objetivo de compara-los e finalmente
encontrar aquele mais eficiente na bacia do rio Sao Francisco no posto de Sobradinho.

Ressalta-se que estes resultados sdo frutos da metodologia exposta no Capitulo
5 e foram embasados em conceitos mostrados anteriormente.

Dividiu-se o resultado em trés partes conforme a metodologia, sendo separados

por modelos.

6.1 Resultados da Previsao Utilizando RNA: Horizonte Anual

6.1.1 Resultados do Treinamento

Com o objetivo de determinar a melhor configuragdo entre as trés configuragdes
propostas neste trabalho, ¢ realizada a comparacdo entre estas configuracdes com o
objetivo de estimar o desempenho das mesmas quando estas estiverem em operagao.
Vale salientar que esta comparacdo ¢ feita com o conjunto de teste, ja que este conjunto

jamais fora apresentado para rede durante o treinamento.

Vale ressaltar que 10 experimentos com 10 inicializagdes cada totalizam 100
redes. As melhores redes de cada configuragdo sdo apresentadas na Tabela 6.1,
juntamente com o nimero de neurdnios na camada oculta. Nesta tabela se observa que a

melhor configuragdo foi a Configuragdo 1, cujo MAPE ¢ de 18,99%.
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Tabela 6.1 Comparacio entre os resultados das trés configuracées

Configuracao Rede MAPE Melhor rede
1 (12x7x12) 18,99 96
2 (5x4x5) Umido 22,54 52
2 (7x14x7) Seco 17,66 94
Resultado Umido+Seco 19,69
3 (3x7x1) 24,84 90

Os resultados do treinamento também sdo apresentados na Figura 6.1, detalhando-

se 0 MAPE mensal para cada configuragao.

100
80
60
40
Al

N ol
jan | fev | mar | abr | mai | jun | jul | ago | set | out | nov | dez |Média
B Configuracdo 1| 17.20 | 14.46 | 32.15| 26.08 | 11.69 | 12.39 | 8.70 | 13.57 | 12.40 | 20.27 | 23.20 | 35.82 | 18.99
B Configuragdo 2| 25.20 | 13.08 | 24.81 | 21.59 | 16.08 | 16.27 | 14.54 | 13.77| 11.35 | 18.12 | 33.46 | 28.00 | 19.69

O Configuragdo 3| 30.13 | 23.39 | 18.55| 24.91 | 14.06 | 16.19 | 18.31 | 26.86 | 28.96 | 22.50 | 57.18 | 17.03 | 24.84

Meses
Figura 6.1 MAPE das trés configuracoes.

MAPE

6.1.2 Avaliacdo das Previsoes

Nesta etapa sdo avaliadas as previsdes para cada uma das configuragdes propostas
anteriormente utilizando redes neurais artificiais. Salienta-se que o objetivo ¢ a

comparag¢do de cada uma delas, buscando sempre os melhores resultados.

a. Simulacdo da Melhor Rede para Primeira Configuracao

O resultado da simulagdo para os anos de 2005, 2006, 2007 e 2008 com a
configuracdo 1 (12x7x12) forneceu um MAPE de 17,15%, 30,11%, 40,52% e 77,62%,

respectivamente, conforme Figura 6.2.

- 64-



CAPITULO 6 — RESULTADOS

200
160
_ 120
)
o
< 80 -
=
40 A —|
. i 1] L JFI F(
jan fev mar abr mai jun jul ago set out nov dez |Média
@2005| 3,38 |13,80| 1,04 |17,05| 0,63 | 424 | 856 | 4,20 | 7,57 | 40,86 | 69,18 | 36,83 | 17,15
@2006| 11,82 (178,58| 34,40 | 16,38 | 3,16 | 16,19 | 11,72 |14,65| 1,95 | 7,41 | 31,99 | 33,07 | 30,11
02007| 14,96 | 35,11 | 29,90 | 54,46 | 27,36 | 20,76 | 12,06 | 19,11 | 10,43 | 42,36 (120,73| 99,00 | 40,52
®2008(105,90( 98,14 | 78,62 | 13,45 | 55,25 | 68,16 | 64,02 | 35,28 | 54,59 | 92,82 (135,54|129,69| 77,62

Meses

Figura 6.2 Erro da previsao dos anos de 2005, 2006, 2007 e 2008 com a Configuracao 1.

Como se pode observar na Figura 6.2, os resultados da previsdo sdo bastante
satisfatorios de uma forma geral. Porém, a previsao de fevereiro de 2006, final do ano
de 2007 (novembro e dezembro) e o ano 2008 sdo bem atipicos, pelo fato de serem
meses com vazdes muito abaixo da média historica (1931 a 2004) em relagdo a base de

dados utilizada para treinamento das redes neurais, como observado na Figura 4.1.

b. Simulac¢io da Melhor Rede para Segunda Configuracgio

O resultado da simulagdo para os anos de 2005, 2006, 2007 e 2008 com a
configuracao 2 (5x4x5 e 7x14x7) forneceu um MAPE de 12,88%, 22,66%, 29,57% e

70,26% respectivamente, conforme Figura 6.3.

-65 -



CAPITULO 6 — RESULTADOS

200
160
- 120
E\D/
& 80
<
=
40 A
01 [ H—ﬂ e _H'I ﬂ—l rFFl.D:I =l
jan fev mar abr mai jun jul ago set out nov dez | Média
@2005( 9,75 | 10,28 | 29,03 | 17,05| 3,13 | 2,64 | 3,34 | 496 | 0,66 | 26,11 | 40,48 | 7,18 | 12,88
02006( 1,34 (133,73| 7,35 | 19,91 | 0,28 | 17,75| 12,70 | 8,92 | 7,07 | 8,58 | 35,25 | 19,07 | 22,66
02007| 18,79 | 36,04 | 32,98 | 2,98 | 6,40 | 9,33 | 564 | 8,552 | 1,27 | 19,43 | 59,75 [153,69| 29,57
@2008(156,16| 61,55 | 15,20 | 15,62 | 56,23 | 40,94 | 34,66 | 37,31 | 39,01 | 57,31 ({121,81(207,35| 70,26
Meses

Figura 6.3 Erro da previsio dos anos de 2005, 2006, 2007 e 2008 com a Configuracio 2.

A previsdo de vazao utilizando a Configuragdo 2 apresenta resultados melhores

do que a Configuragdo 1 para os anos apresentados, conforme Figura 6.3. Salienta-se

ainda a anormalidade de fevereiro do ano de 2006, do final do ano de 2007 e do ano de

2008 como comentado no modelo anterior.

¢. Simulacdo da Melhor Rede para Terceira Configuracio

Para simular os anos de 2005, 2006, 2007 e 2008, o resultado foi obtido a partir da

melhor rede para terceira configuracdo (3x7x1) que forneceu um MAPE de 52,32%,

42.21%, 74,05% e 108,42% respectivamente, conforme Figura 6.4.

320
280
240
. 200
S 160 =
E 120
<
= 80
40 1
o1 M B . m
jan fev mar abr mai jun jul ago set out nov | dez |Média
02005( 11,15 | 3,91 |12,25|41,05| 34,70 | 25,32 | 5,88 | 54,29 | 77,69 [155,86|196,36| 9,36 | 52,32
02006( 11,54 |133,92| 3,73 | 53,60 | 34,16 | 11,06 | 0,45 | 57,37 | 81,06 | 81,27 | 34,70 | 3,62 | 42,21
02007| 15,46 | 35,14 | 49,79 | 18,64 | 17,52 | 10,03 | 1,37 | 57,21 | 71,03 |151,76|316,37(144,31| 74,05
B2008(185,04| 59,56 | 34,90 | 34,23 | 2,52 | 1,61 | 16,55 | 93,43 |127,88|199,41|323,30({222,57(108,42
Meses

Figura 6.4 Erro da previsao do ano de 2005, 2006, 2007 e 2008 com a Configuracio 3.
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Como apresentado na Figura 6.4, a Configuragdo 3 ¢ a que apresenta resultados
piores se comparado com as outras duas configuragdes mostradas anteriormente.
Ratificando também aqui a atipicidade para fevereiro do ano de 2006, final do ano de

2007 e de todo o ano de 2008.

d. Erro Calculado com Relacdo a Média

Para se ter uma idéia da capacidade de previsdo dos modelos desenvolvidos, foi
avaliado o erro em cada ano de 2005 a 2008 caso tivesse sido usado como previsdo a
média historica de 1931 a 2004. Esta ¢ uma maneira simplificada de realizar a previsao.

A Figura 6.5 apresenta o erro calculado em relagao a média.

200
S 160 +——
m —
2
£
s 120
&
4
o 80 i
£ _
g —
2 N
m 40 J J
01~ T ) “l—' -
jan fev mar | abr mai jun jul ago set out nov | dez | Média
2005 853 | 099 | 1,99 | 169 | 509 | 304 | 14,22 | 12,92 | 13,16 | 40,93 | 53,34 | 30,63 | 1554
B2006| 6,21 | 146,01 | 3552 | 14,46 | 633 | 22,18 | 20,63 | 1517 | 1531 | 0,00 | 30,59 | 22,79 | 27,93
02007| 19,69 | 26,63 | 27,83 | 44,56 | 33,20 | 27,67 | 19,34 | 1505 | 892 | 37,67 | 107,40 | 82,77 | 37,56
02008| 158,34 | 6525 | 57,10 | 29,61 | 61,83 | 41,39 | 41,03 | 41,60 | 4515 | 65,05 | 119,84 | 147,02 | 72,77

Meses

Figura 6. 5 Erro Calculado com Relagao a Média.

Observou-se que o erro médio mensal da previsdo realizada pela Configuragao 2
(Figura 6.3) foi 33,84%, sendo portanto menor que o erro usando o valor médio

historico como previsao que foi de 38,45%.
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e. Avaliacdo da Melhor Configuracio Simulada

Constata-se que dentre as trés configuragdes desenvolvidas neste trabalho
utilizando apenas redes neurais, foi verificado que as Configuragdes 1 ¢ 2 foram as que
forneceram melhores resultados, sendo as mesmos bastante semelhantes. Contudo, no
conjunto de teste (2005 a 2008) a Configuracdo 2 ¢ a que fornece melhor resultado,
sendo portanto selecionada para a comparagdo com os outros modelos de previsdo no
horizonte anual que serdo analisados nos itens 6.3 ¢ 6.4.

A Tabela 6.2 mostra um resumo das médias das previsoes realizadas com as

Configuragdes 1, 2, 3 e com o erro calculado com relacdo a média.

Tabela 6.2 Resumo das Previsées com as Configuracdes 1,2 e 3 e 0 Erro com Relacio a Média.

MAPE%
Horizontes Anual
ANO RNA ERRO R
Conf. 1 | Conf 2 Conf. 3 Média
2005 17,15 12,88 52,32 15,54
2006 30,11 22,66 42,21 27,93
2007 40,52 29,57 74,05 37,56
2008 77,62 70,26 108,42 72,77
MEDIA 41,35 33,84 69,25 38,45

Na Figura 6.6, sao apresentadas a vazdo média mensal para os anos de 1931 a
2004 e a vazao mensal dos anos de 2005 a 2008 previsto pelo modelo da Configuragao

2.

6000
5000 -

4000 11

3000 T
2000 T

1000

O EEE N 1]
jan | fev | mar| abr | mai | jun | jul | ago| set | out | nov | dez

Vazao (m3/s)

01931-2004|4756(4999|4865|3786|2335{1592(1333|1154|1032(1157|1906|3404
02005 3955(4441|3385|3194|2153|1504|1206|1073| 918 {1035|1746|4555
02006 4418|4749|3326|3545|2190|1534|1245|1091| 958 {1058|1778|5250
®2007 4809(4358|4518|2541|1865|1363|1180|1088| 960 {1004|1468|4725
=2008 4716|4887|3567|3377|2254|1587|1273|1119| 988 {1103|1923|4235

Figura 6.6 Vazio calculada na Configuracio 2.
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Comparando-se a vazao mensal dos anos de 2005 a 2008 na Figura 6.6 (saida do
modelo) e Figura 4.1 (realizado), constata-se que a Configuracdo 2 apresenta erros
menores nos meses de maio a novembro (secos) mostrando uma melhor eficiéncia das

RNA para prever este periodo do ano.

6.2 Resultados da Previsao Utilizando RNA e ANFIS:
Horizonte Mensal

6.2.1 Resultados do Treinamento com RNA na Configuracido Um Més a Frente

Com o objetivo de minimizar os erros apresentados pela Configuragdo 2 com
horizonte anual utilizando RNA, ¢ realizada a comparagdo entre novas configuragdes,
diminuindo-se o horizonte de previsdo anual para mensal. Os resultados do treinamento
com RNA na configuragio um més a frente, sdo apresentados na Tabela 6.3. Vale
salientar que este resultado é do conjunto de teste, j4 que este conjunto jamais fora

apresentado a rede durante o treinamento.

Tabela 6.3 MAPE para a Configuracio Um Més a Frente

MAPE

MEDIO

JAN 26.21%
FEV 45.60%
MAR 29.68%
ABR 25.22%
MAI 14.35%
JUN 15.01%
JUL 17.53%

AGO 35.72%
SET 25.71%

OUT 21.19%
NOV 37.26%
DEZ 41.84%

MEDIA 27.94%

A seguir, sdo apresentadas as previsdes para os anos de 2005, 2006, 2007 e 2008

realizadas por este modelo.
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6.2.2 Resultados da Previsio com RNA na Configuracio Um Més a Frente

O resultado da simulacdo para os anos de 2005, 2006, 2007 e 2008 com a
configuracao um més a frente forneceu um MAPE médio de 17,39%, 37,78%, 18,60% e
18,57% respectivamente, conforme Figura 6.7. Nesta figura, observa-se que os
resultados obtidos por este modelo foram satisfatorios. Percebe-se também que, no
geral, este tipo de previsdo apresenta erros bem menores quando comparados com os
modelos anteriores. Ressalta-se ainda que para alguns meses do ano, no qual a previsao
com horizonte anual ndo apresentou um bom desempenho, esse modelo de previsao

com horizonte mensal cumpre com o objetivo, podendo ser utilizado para corrigir esses

mesces.
160,00%
140,00%
120,00%
S 100,00%
= 80,00%
S 6000%
40,00%
20,00% l:l
0,00% el m ol Easiil :
JAN | FEV | MAR | ABR | MAI | JUN | JUL | AGO | SET | OUT | NOv | DEz |MEDIA
B 2005 (47,22% 1,82% | 2,92% |21,53% 25,43%| 7,48% | 5,67% | 14,32%| 8,32% |10,67%)| 1,79% |61,54%| 17,39%
B 2006 |15, 77%| 147,38]51,58%| 55, 78% | 52,15%| 5,47% | 0,97% | 17,50%| 7,91% |22,13%|48,37%| 28,36%|37,78%
[ 2007 |23, 17%|23,06%| 27, 17%| 35, 18% | 17,11%|12,39% | 7,41% | 10,13%|12,90%| 8,10% |38,87%| 7,68% | 18,60%
B 200825, 17%33,93%| 0,65% | 4,69% |21,59%| 6,78% |11,75%|30,23%|14,12%| 24, 17%| 35, 56%| 14,26%| 18,57%

Figura 6.7 MAPE da Previsao na Configuracio Um més a Frente com RNA.

6.2.3 Resultados do Treinamento com RNA na Configuracio Dois Meses a
Frente

Em busca de minimizar mais os erros até aqui ja apresentados, ¢ realizada a
compara¢do entre novas configuracdes, diminuindo-se a previsdo anual para uma
previsdo mensal, sendo que dessa vez de forma intercalada, ou seja, dois meses a frente.
Na Tabela 6.4, sdo apresentados os resultados do treinamento com RNA na
configuracdo dois meses a frente. Semelhantemente ao caso anterior, esta comparagao ¢

feita com o conjunto de teste.
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Tabela 6.4 MAPE para a Configuracao Dois Meses a Frente

MAPE
MEDIO
JAN 18.14%
FEV 47.70%

MAR 37.76%
ABR 41.98%

MAI 30.28%
JUN 20.89%
JUL 10.31%
AGO 10.51%
SET 18.04%

OUT 26.03%
NOV 38.41%
DEZ 58.51%
MEDIA 29.88%

Comparando os resultados da Tabela 6.4 (dois meses a frente) com os resultados
da Tabela 6.3 (um més a frente), percebe-se que este tipo de configuracdo apresenta

erros ligeiramente maiores no conjunto de teste.

6.2.4 Resultados da Previsao com RNA na Configuracio Dois Meses a Frente

O resultado da simulagdo para os anos de 2005, 2006, 2007 e 2008 com a
configuragdo dois meses a frente forneceu um MAPE médio de 24,73%, 36,48%,
26,08% e 25,07% respectivamente, conforme Figura 6.8.

Como era esperado do resultado do treinamento para este tipo de configuragdo, a
previsdo da vazdo anual apresentou erros ligeiramente maiores que os apresentados na

Figura 6.7 (um més a frente).

Na Figura 6.8, tem-se uma melhor visualizagcdo e descri¢do dos resultados més a

més para os anos de 2005 a 2008.

-71 -



CAPITULO 6 — RESULTADOS
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0,00%
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JAN
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MAI
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JUL
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SET

ouT

NOV

DEZ

MEDIA

@ 2005

48,72%

49,52%

34,14%

21,60%

5,49%

7,90%

9,25%

14,78%

10,32%

26,11%

5,91%

62,96%

24,73%

B 2006

46,83%

65,16%

22,55%

60,12%

15,13%

58,10%

26,15%

14,88%

10,73%

12,89%

52,92%

52,27%

36,48%

0 2007

47,81%

48,58%

42,12%

29,07%

66,70%

2,69%

5,78%

0,78%

3,04%

19,40%

44,68%

2,33%

26,08%

H 2008

13,49%

18,30%

31,19%

25,36%

34,01%

9,56%

21,85%

18,73%

32,02%

37,57%

35,69%

23,11%

25,07%

Figura 6.8 MAPE da Previsido na Configuracio Dois Meses a Frente com RNA.

6.2.5 Conclusao dos Resultados com RNA para o Horizonte Mensal

A previsdo utilizando-se da rede um més a frente apresenta melhores resultados.

Essa analise ja era esperada, pois como se observa, a Tabela 6.3 apresenta o resultado

para o treinamento melhor que a Tabela 6.4, confirmando-se nas previsdes mostradas

nas Figuras 6.7 e 6.8. Tomando como exemplo o més de dezembro, quando se utiliza a

rede dois meses a frente, estd-se dando como entrada os més de agosto, setembro e

outubro. Pode-se observar nos grafico que esses meses t€m como caracteristicas valores

de vazdes baixas, enquanto dezembro j& apresenta uma vazao mais elevada. Apesar da

previsdo com a rede um més a frente para o més de dezembro também ndo apresentar

bons resultados, essa previsdo ¢ um pouco melhor. A previsdo utilizando meses

anteriores, apresenta o problema da mudanga das estacdes do ano que influencia

bastante; € o caso do més de dezembro.

6.2.6 Resultados do Treinamento com 0 ANFIS na Configuracio Um Més a
Frente

Com o objetivo de melhorar os resultados apresentados até aqui, ¢ desenvolvido o

sistema ANFIS aplicando as mesmas estratégias anteriores. Na Tabela 6.5, sdo

apresentados os resultados do treinamento ANFIS na configuragdo um més a frente.
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Tabela 6.5 MAPE para a Configuracdo Um Més a Frente
MAPE
MEDIO
JAN 25.43%
FEV 41.64%
MAR 38.15%
ABR 21.84%

MAI 8.41%
JUN 11.11%
JUL 6.39%
AGO 8.32%
SET 14.26%

OUT 15.12%
NOV 21.60%
DEZ 42.50%
MEDIA  21.23%

Comparando a Tabela 6.5 e a Tabela 6.3, verifica-se que o sistema ANFIS
apresenta erros de treinamento inferiores ao sistema utilizando apenas a RNA. Na etapa

seguinte, ¢ feita a previsdo para os anos 2005, 2006, 2007 e 2008.

6.2.7 Resultados da Previsio com o ANFIS na Configuracdo Um Més a Frente

O resultado da simulagcdo para os anos de 2005, 2006, 2007 e 2008 com a
configuracdo um més a frente apresentou um MAPE médio de 12,00%, 24,98%,
21,63% e 27,24% respectivamente, conforme Figura 6.9.

De acordo com a Figura 6.9, o MAPE anual para a configuragdo um més a frente
utilizando o ANFIS apresenta resultados bem melhores do que os apresentados na
previsdo anual com as redes neurais artificiais. Além do mais, a previsdo do ano de
2008 nessa configuracdo apresenta erros significativamente menores do que as outras

configuracdes com RNA.
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120,00%

100,00%

80,00%

60,00%

MAPE (%)

40,00%

20,00%

JAN | FEV | MAR | ABR | MAI | JUN | JUL | AGO | SET | OUT | NOV | DEZ |MEDIA
B 2005 |16,57%(14,41%|10,51%| 2,63% | 3,58% | 3,97% |11,08%| 2,78% | 9,90% |23,22%| 1,99% |43,42%(12,00%
B 2006 |35,65%| 111,06 26,27%|27,80%| 1,33% |20,77%| 6,86% | 3,76% | 7,39% |14,49%|35,45%| 8,89% |24,98%
02007 4,84% |17,69%| 3,24% |89,65%| 2,80% |23,40%| 2,23% | 5,10% | 1,81% |16,45%|46,88%|45,46%|21,63%
@ 2008 {92,66%|13,30%|12,89%| 9,78% |13,06%|12,05%|11,05%| 9,20% (19,91%|23,73%(22,83%|86,42%(27,24%

0,00%

Figura 6.9 MAPE da Previsdao na Configuracio Um Més a Frente com o ANFIS.

6.2.8 Resultados do Treinamento com o0 ANFIS na Configuracao Dois Meses a
Frente

Na Tabela 6.6, ¢ apresentado os resultados do treinamento com o ANFIS na

configuragao dois meses a frente.

Tabela 6.6 MAPE para a Configuracio Dois Meses a Frente

MAPE
MEDIO
JAN 21.00%
FEV 50.84%

MAR 42.12%
ABR 43.47%

MAI 23.48%
JUN 7.53%
JUL 8.52%
AGO 7.21%
SET 5.78%
OuUT 15.05%
NOV 38.69%
DEZ 55.43%

MEDIA 26.59%

Os erros de treinamento apresentados na Tabela 6.6 estdo dentro da média dos

erros ja apresentados pelas configuragdes anteriores.

-74 -



CAPITULO 6 — RESULTADOS

6.2.9 Resultados da Previsdo com o ANFIS na Configuracio Dois Meses a Frente

O resultado da simulagcdo para os anos de 2005, 2006, 2007 e 2008 com a

configuracdo dois meses a frente resultou em um MAPE médio de 27,63%, 47,43%,

44,21% e 31,16% respectivamente, conforme Figura 6.10.

Como era esperado do resultado do treinamento para este tipo de configuracdo, a

previsdo de vazao anual apresentou erros ligeiramente maiores que os apresentado pela

configuracdo um més a frente com ANFIS (Figura 6.9). Porém, comparando este

modelo com os resultados anteriores (previsao anual), percebe-se que, no geral, este tipo

de previsdo apresentou erros bem menores; entretanto, para o ano de 2006, apresentou

eIros maiores.

250,00%
200,00%
R 150,00%
w
a. -
g 100,00%
50,00% N
0,00% _‘:I_ ..l.‘.[ﬂl:l...:l_u ﬁ
JAN | FEV | MAR | ABR | MAI | JUN | JUL | AGO | SET | ouT | NOV | DEZ |MEDIA
@ 2005 27,89%|38,80% |14, 17%| 2,93% |15,65%|30,50% 39, 78%|30,20%)|29,90%|41, 71%|12, 10%|46, 75%(27,53%
W 2006 [29,44%| 233,85 |32,85%|52, 79%| 11,80%|42,53%|39,95%)| 8,88% |23,73%| 7,01% |49,17%|37,12%|47,43%
[ 2007 [29,02%|23,35%| 8,25% |89,89%| 117,4465,36%|37,54%)| 9,35% |13,09%(27,72%60,20%49,32%|44,21%
I 2008 63,99%| 2,36% [24,98%| 8,55% |11,81%|38,95%(21,40%|28,43%)|35,28%|38,66%|24, 15%| 75,38% 31, 16%

Figura 6.10 MAPE da Previsio na Configuracio Dois Meses a Frente com o ANFIS.

6.2.10 Conclusao dos Resultados com o ANFIS

A previsdo utilizando-se da rede um més a frente apresenta melhores resultados.

Essa analise ja era esperada, pois como se pode observar, a Tabela 6.5 apresenta o

resultado para o treinamento melhor que a Tabela 6.6, confirmando-se nas previsoes

mostradas nas Figuras 6.9 e 6.10.
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6.3 Resultados da Previsio Utilizando o Sistema HIBRIDO
RNA-ANFIS

Outras tentativas de modelos de previsao foram baseadas em modelos hibridos
que realiza a previsdo da média anual utilizando RNA e posteriormente desagrega esta
previsdo em mensal. Neste modelo, o horizonte ¢ de um ano a frente, tomando como
entrada a vazdo média de quatro anos anteriores. Primeiramente, a base de dados foi
construida calculando a média anual para cada ano de 1931 até 2004, apos essa etapa foi
realizado o treinamento das RNAs que apresentou um MAPE igual a 12,85%.
Posteriormente ao treinamento, foi realizada a previsdo da vazdo média anual dos anos
de 2005, 2006, 2007 e 2008 que apresentou resultados satisfatorios mostrados na Tabela
6.7.

Tabela 6.7 Previsao da média anual utilizando RNA
Vazao Vazao
Ano calculada desejada  Erro (%)
(m’/s) (m’/s)
2005 2762,962 2649 4,12%
2006 2533,131 2445 3,48%
2007 2344354 2642 12,70%
2008 2302,098 1572 31,71%

O erro apresentado na Tabela 6.7 ¢é calculado conforme Equagao (4.3).

Com a previsao média anual realizada, ¢ feita a previsao utilizando-se o ANFIS
para calcular o fator do més, conforme Figura 5. 6. Esses resultados da Tabela 6.7,
foram utilizados na previsao dos anos de 2005, 2006, 2007 e 2008.

A Tabela 6.8, apresenta os erros do sistema Hibrido RNA-ANFIS. Percebe-se
que este modelo apresenta erros maiores que algumas das configuracdes dos modelos de
previsdo com horizonte anual, pois o erro médio da previsdo realizado pela
Configuracdo 2 foi 33,84%, sendo menor que o valor apresentado pelo sistema hibrido
RNA-ANFIS que foi de 34,79%. Salienta-se que em alguns pontos especificos, como o
més de dezembro, por exemplo, essa configuracao apresenta resultados melhores que a
previsdo anual com as RNAs. Para o ano de 2008, o sistema hibrido apresentou um erro
inferior aos encontrados pelas configuracdes de horizonte anual (Tabela 6.2).

A Tabela 6.8 apresenta o erro da previsdo pelo sistema hibrido RNA-ANFIS,
conforme esquema mostrado na Figura 5.4. Este modelo hibrido RNA-ANFIS foi
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desenvolvido como forma de encontrar erros menores. Porém, os erros apresentados na

Figura 6.3 correspondentes a Configuragdo 2 ainda sdo menores, salvo o ano de 2008.

Tabela 6.8 Erro pelo Sistema Hibrido RNA-ANFIS
Més\Ano 2005 2006 2007 2008
JAN 19,12% 6,44%  26,54% 135,22%
FEV 2,44% 126,93% 38,99% 37,43%
MAR  2,02% 17,48% 44,70% 21,33%
ABR 2,12% 20,86% 15,15% 5,09%
MAI  2796% 13,41% 18,54% 47,99%
JUN 10,04% 14,37% 3,62%  9,73%
JUL 4,11% 6,70% 24,68% 10,83%
AGO 12,89% 8,71% 4,48% 16,45%
SET 34,29% 28,11% 11,39% 49,73%
OUT 66,86% 8,37% 38,29% 73,85%
NOV  76,53% 28,04% 100,95% 121,97%
DEZ 17,45% 17,23% 87,64% 152,76%

MEDIA 22,99% 24.72% 34,58% 56,87%

6.4 Sistema Hibrido RNA-Fragmentos

Para realizar o0 modelo hibrido RNA-Fragmentos, foi feita a previsdao da vazao
anual nos anos de 2005, 2006, 2007 e 2008, utilizando-se a mesma rede do modelo
hibrido anterior, cujo MAPE foi igual a 12,85%. Em seguida, foi aplicado o método
dos fragmentos descrito no Capitulo 5.

A Tabela 6.9 apresenta os erros das previsoes calculados pelo método dos

fragmentos.

-77 -



CAPITULO 6 — RESULTADOS

Tabela 6.9 Erro pelo Sistema Hibrido RNA-Fragmentos
Més\Ano 2005 2006 2007 2008
JAN 11,34% 0,11% 30,10% 120,80%
FEV 3,59% 131,35% 36,14% 41,23%
MAR  4,62% 27,44% 37,19% 34,27%
ABR 0,85% 19,55% 25,83% 10,79%
MAI 7,80%  0,00% 15,94% 38,31%
JUN 5,71% 14,92% 11,13% 20,85%
JUL 17,21% 13,49% 3,90% 20,58%
AGO 1581% 830% 0,13% 21,00%
SET 16,09% 8,46% 4,77% 24,08%
OUT 44,63% 591% 19,85% 41,13%
NOV  57,33% 34,71% 82,20% 87,94%
DEZ  28,83% 27,38% 64,80% 111,16%
MEDIA 17,82% 24.30% 27,66% 47,68%

De acordo com a Tabela 6.9, observa-se que os erros apresentados por este
modelo foram bastante satisfatérios quando comparado aos outros modelos com
horizonte anual (Tabela 6.2 e 6.8). Ressalta-se, mais uma vez, que em alguns meses

especificos, outros modelos apresentaram resultados superiores.

6.5 Analise Final dos Resultados

Neste topico, pretendem-se analisar todos os resultados da previsdo dos anos de
2005, 2006, 2007 e 2008 com o objetivo de comparar os modelos desenvolvidos neste
trabalho.

Os resultados estdo divididos em quatro grandes grupos: modelos de previsdes
com horizontes de um ano utilizando RNA; modelo Hibrido RNA-ANFIS; o modelo
Hibrido utilizando RNA-Fragmentos; e por fim, modelos de previsdes mensal
utilizando-se RNA e ANFIS. Para facilitar o entendimento das tabelas que serdo
apresentadas, os modelos de previsdo desenvolvidos sdo apresentados através de

abreviagoes:
RNA — Representa os Modelos de Redes Neurais Artificiais;

ANFIS — Representa o Sistema Fuzzy de Inferéncia Adaptativo com previsao

mensal;
RNA-ANFIS — Modelo hibrido utilizando RNA e o ANFIS;

RNA-Fragmentos — Modelo hibrido utilizando RNA e o método dos fragmentos;
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Conf. 2 — Configuragdo 2 com horizonte de previsao anual;

1 Més e 2 Meses — Previsdo com um més a frente e dois meses a frente,
respectivamente.
Inicia-se a comparacdo com o ano 2005, conforme Tabela 6.10, onde sdo
mostrados de forma resumida os resultados dos modelos de previsao desenvolvidos.
Analisando a Tabela 6.10, percebe-se que o melhor desempenho para a previsao
com horizonte anual foi com a Configuracao 2, apresentando um erro médio de 12,88%.
A previsdo com horizonte mensal, cujo objetivo é corrigir a previsdo feita com o
horizonte anual, apresentou um erro de 12,00% pelo modelo “ANFIS Um Més a
Frente”. Destaca-se que a Configuracdo 2 apresenta resultados melhores que todos os

outros modelos para uma maior quantidade de meses no ano de 2005.

Tabela 6.10 Resultados de Teste dos Modelos de Previsdes Desenvolvidos para 2005

Resultados de Teste dos Modelos de Previsdes desenvolvidos para 2005
MAPE (%)
Horizontes Anual Horizontes Mensal
RNA | RNA- RNA- RNA ANFIS

Conf. 2 | ANFIS | Fragmentos| 1 Més | 2 Meses| 1 Més | 2 Meses
JAN 9,75 19,12 11,34 47,22 48,72 16,57 27,89
FEV 10,28 2,44 3,59 1,82 49,52 14,41 38,80
MAR 29,03 2,02 4,62 2,92 34,14 10,51 14,17
ABR 17,05 2,12 0,85 21,53 21,60 2,63 2,93
MAI 3,13 27,96 7,80 25,43 5,49 3,58 15,65
JUN 2,64 10,04 5,71 7,48 7,90 3,97 30,50
JUL 3,34 4,11 17,21 5,67 9,25 11,08 39,78
AGO 4,96 12,89 15,81 14,32 14,78 2,78 30,20
SET 0,66 34,29 16,09 8,32 10,32 9,90 29,90
ouT 26,11 66,86 44,63 10,67, 26,11 23,22 41,71
NOV 40,48 76,53 57,33 1,79 5,91 1,99 12,10
DEZ 7,18 17,45 28,83 61,54 62,96 43,42 46,75
MEDIA 12,88 22,99 17,82 17,39 24,73 12,00 27,53

A Tabela 6.11, mostra resumidamente os resultados dos modelos de previsao de
vazdo para o ano de 2006. De acordo com esta tabela, o melhor resultado para a
previsdo com horizonte anual para o ano de 2006 foi o modelo da Configuragdo 2, com
um erro de 22,66%. Por outro lado, a previsdo com horizonte mensal utilizando o
modelo “ANFIS Um Mé¢és a Frente” apresenta resultado bem préximo com um erro de

24,98%. Novamente a Configuracdo 2, apresenta melhores resultados.
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Tabela 6. 11 Resultados de Teste dos Modelos de Previsdes Desenvolvidos para 2006

Resultados de Teste dos Modelos de Previsoes desenvolvidos para 2006
MAPE (%)
Horizontes Anual Horizontes Mensal
RNA | RNA- RNA- RNA ANFIS

Conf, 2 | ANFIS | Fragmentos| 1 Més | 2 Meses| 1 Més | 2 Meses
JAN 1,34 6,44 0,11 15,77 46,83 35,65 29,44
FEV 133,73 126,93 131,35 147,38 65,16 111,06 233,85
MAR 7,35 17,48 27,44 51,58 22,55 26,27 32,85
ABR 19,91 20,86 19,55 55,78 60,12 27,80 52,79
MAI 0,28 13,41 0,00 52,15 15,13 1,33 11,80
JUN 17,75 14,37 14,92 5,47 58,10 20,77 42,53
JUL 12,70 6,70 13,49 0,97 26,15 6,86 39,95
AGO 8,92 8,71 8,30 17,50 14,88 3,76 8,88
SET 7,07 28,11 8,46 7,91 10,73 7,39 23,73
OouT 8,58 8,37 5,91 22,13 12,89 14,49 7,01
NOV 35,25 28,04 34,71 48,37 52,92 35,45 49,17
DEZ 19,07 17,23 27,38 28,36 52,27 8,89 37,12
MEDIA 22,66 24,72 24,30 37,78 36,48 24,98 47,43

Na Tabela 6.12, sdo mostrados resumidamente os resultados dos modelos de

previsao de vazao para o ano de 2007. Nela, observa-se que o melhor desempenho entre

as previsoes com horizonte anual, de uma forma geral, foi o apresentado pelo modelo

“Hibrido RNA-Fragmentos”, apresentando um erro de 27,66%. Ja4 a Configuracao 2

apresentou um erro muito préximo, no valor de 29,57%, e para a maior parte dos meses

desse ano ela revela melhores resultados (janeiro, fevereiro, margo, abril, maio, junho,

setembro, outubro e novembro). Para previsdo com horizonte mensal, o0 modelo “RNA

Um Més a Frente” com erro de 18,60% foi o que apresentou melhor desempenho.

Entretanto, o modelo “ANFIS Um Mé¢s a Frente” apresenta resultado bem proéximo com

um erro de 21,63%. De forma geral, os modelos de previsdo com um més a frente tém

apresentado erros menores se comparado com os modelos de previsdo com dois meses a

frente; comportamento j& esperado devido a distancia do horizonte de previsao.
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Tabela 6. 12 Resultados de Teste dos Modelos de Previsdes Desenvolvidos para 2007

Resultados de Teste dos Modelos de Previsoes desenvolvidos para 2007
MAPE (%)
Horizontes Anual Horizontes Mensal

RNA | RNA- RNA- RNA ANFIS

Conf. 2 | ANFIS | Fragmentos| 1 Més |2 Meses| 1 Més | 2 Meses
JAN 18,79 26,54 30,10 23,17 47,81 4,84 29,02
FEV 36,04 38,99 36,14 23,06 48,58 17,69 23,35
MAR 32,98 44,70 37,19 27,17 42,12 3,24 8,25
ABR 2,98 15,15 25,83 35,18 29,07 89,65 89,89
MAI 6,40 18,54 15,94 17,11 66,70 2,80 117,44
JUN 9,33 3,62 11,13 12,39 2,69 23,40 65,36
JUL 5,64 24,68 3,90 7,41 5,78 2,23 37,54
AGO 8,52 4,48 0,13 10,13 0,78 5,10 9,35
SET 1,27 11,39 4,77 12,90 3,04 1,81 13,09
ouT 19,43 38,29 19,85 8,10 19,40 16,45 27,72
NOV 59,75 100,95 82,20 38,87 44,68 46,88 60,20
DEZ 153,69 87,64 64,80 7,68 2,33 45,46 49,32
MEDIA 29,57 34,58 27,66 18,60 26,08 21,63 44,21

Na Tabela 6.13, sdo mostrados resumidamente os resultados dos modelos de
previsdo de vazdo para o ano de 2008. Nesta tabela, observa-se que o melhor
desempenho apresentado pela previsdo com horizonte anual foi com o modelo “Hibrido
RNA-Fragmentos”, onde o erro encontrado foi de 47,68%. De uma forma geral, as
previsdes com horizonte anual apresentaram erros elevados para o ano de 2008, ano
bem atipico, como ja foi comentado anteriormente, devido as vazdes bem abaixo da

média (Figura 4.1). Porém, a previsdo com horizonte mensal pelo modelo “RNA Um

Més a Frente” apresentou erro de 18,57%.
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Tabela 6. 13 Resultados de Teste dos Modelos de Previsdes Desenvolvidos para 2008

Resultados de Teste dos Modelos de Previsoes desenvolvidos para 2008
MAPE (%)
Horizontes Anual Horizontes Mensal

RNA | RNA- RNA- RNA ANFIS

Conf, 2 | ANFIS | Fragmentos| 1 Més | 2 Meses| 1 Més | 2 Meses
JAN 156,16 135,22 120,80 25,17 13,49 92,66 63,99
FEV 61,55 37,43 41,23 33,93 18,30 13,30 2,36
MAR 15,20 21,33 34,27 0,65 31,19 12,89 24,98
ABR 15,62 5,09 10,79 4,69 25,36 9,78 8,55
MAI 56,23 47,99 38,31 21,59 34,01 13,06 11,81
JUN 40,94 9,73 20,85 6,78 9,56 12,05 38,95
JUL 34,66 10,83 20,58 11,75 21,85 11,05 21,40
AGO 37,31 16,45 21,00 30,23 18,73 9,20 28,43
SET 39,01 49,73 24,08 14,12 32,02 19,91 35,28
OouT 57,31 73,85 41,13 24,17 37,57 23,73 38,66
NOV 121,81 121,97 87,94 35,56 35,69 22,83 24,15
DEZ 207,35 152,76 111,16 14,26 23,11 86,42 75,38
MEDIA 70,26 56,87 47,68 18,57 25,07 27,24 31,16

6.6 Comentarios dos Resultados Finais

A Tabela 6.14 mostra os erros médios para o periodo de 2005 a 2008 dos modelos

de previsdes de vazao desenvolvidos neste trabalho.

Tabela 6. 14 Resultados de Teste dos Modelos de Previsoes de Vazao

MAPE(%)
Horizontes Anual Horizontes Mensal

ANO RNA RNA- RNA- RNA ANFIS
Conf. 2 | ANFIS | Fragmentos| 1 Més | 2 Meses| 1 Més | 2 Meses
2005 12,88 22,99 17,82 17,39 24,73 12,00 27,53
2006 22,66 24,72 24,30 37,78 36,48 24,98 47,43
2007 29,57 34,58 27,66 18,60 26,08 21,63 44,21
2008 70,26 56,87 47,68 18,57 25,07 27,24 31,16
MEDIA 33,84 34,79 29,37 23,09 28,09 21,46 37,58

No que diz respeito as previsoes de vazao, os resultados comprovam a eficacia

dos modelos de inteligéncia artificial.

Constatou-se que na previsao anual quando o valor ocorrido fica muito distante da

média, resulta-se em erros bastante elevados; Segundo Meuser [55], a previsdo para o

ano de 2001 (periodo do racionamento) o sistema Prevaz, modelo estocastico com base

mensal, apresentou erro de 71% e a sua rede proposta apresentou erro de 55%.
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Por outro lado, neste trabalho a previsao mensal para o posto de Sobradinho,
utilizando-se dos modelos de inteligéncia artificial com 3 meses anteriores resultou-se
em erros com RNA (2005-2008) de 23,09% e com o sistema ANFIS um erro de
21,46%, semelhantemente ao mostrado por Ballini [11] um erro de 21,1% para o
mesmo posto de Sobradinho porém para periodos diferentes (periodo de 1986 a 1990).
Porém, neste trabalho apresenta o erro més a meés constatando-se as dificuldades
pontuais ao longo dos meses do ano.

Luna et al [27] realizou experimento de previsdo com RNA para a usina de
Furnas. Devido a sazonalidade no periodo de 12 meses, usou 12 modelos diferentes, um
para cada més do ano, onde o nimero de entradas para cada més variou de 1 a 5. Foram
mostrados erros globais para previsdes com um passo a frente e com doze passos a
frente. O erro relativo médio percentual foi de 23,50% com um passo a frente e 37,30%
com doze passos a frente. Esses valores sdao compativeis com os apresentados neste
trabalho.

A previsao mensal melhorou os resultados de previsdo anual que era objetivo

desse trabalho.

6.7 Conclusées do Capitulo

Neste capitulo, foram apresentados os resultados das diversas simulagdes
realizadas com o objetivo de comparar as trés configuragdes desenvolvidas. A
Configuracdo 2 se destacou pelos melhores resultados apresentados. Também foram
realizadas simulagdes com horizonte mensal, utilizando-se de redes neurais artificiais e
ANFIS, tendo como entrada trés meses anteriores € uma unica saida, podendo ser um
més a frente ou dois meses a frente. Os modelos com “Um Més a Frente” se mostram
melhores. Em seguida, foram comparados os resultados entre os diferentes modelos de
previsdo com horizonte anual com configuracdes baseadas em RNA, o sistema hibrido
RNA-ANFIS e RNA-Fragmentos. Este ultimo se destacou apresentando um erro de
29,37%.

As previsdes de vazdes afluentes médias mensais apresentaram resultados
significativos para o posto hidrologico de Sobradinho do rio Sdo Francisco, e nota-se
que os melhores resultados de previsdao de vazdes estdo relacionados aos periodos de

baixa estagdo chuvosa, ou seja, periodos de menores vazdes.
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7 CONSIDERACOES FINAIS E TRABALHOS FUTUROS

7.1 Conclusoes

O principal objetivo deste trabalho foi desenvolver modelos de previsao
aplicando técnicas de inteligéncia artificial a fim de encontrar um modelo mais eficiente
e robusto de previsao de vazao na bacia do rio Sdo Francisco.

A andlise das séries historicas de vazdo € o primeiro passo de grande
importancia para um modelo de previsdo de vazio. E a partir dela que se chega a uma
definicdo dos modelos a serem empregados. A partir dessa analise, foram desenvolvidos
varios modelos de previsdes com técnicas e horizontes diferentes, a fim de avaliar e
desenvolver ferramentas mais poderosas.

E importante frisar que a previsio de vazdo aqui explorada tem a finalidade de
subsidiar o planejamento da operacdo dos sistemas hidroelétrico, uma vez que essa
informacao ¢ de suma importancia para a operacao do Sistema Elétrico.

Com relagao aos modelos desenvolvidos, pode-se concluir através dos resultados
apresentados no decorrer do trabalho que todos eles tém eficacia comprovada em
previsdo de vazao, em sintese, pode-se perceber que:

e As redes neurais comprovaram sua capacidade de previsdo, mostrando bom
desempenho nas previsoes;

e O ANFIS, apesar de mostrar bons resultados, pode ser melhorado, adicionando-
se a sua entrada outros fatores;

e Por fim, o sistema Hibrido mostrou capacidade de extragdo de conhecimento a
partir dos dados fornecidos, conseguindo melhorar bastante as previsoes feitas
pelas redes neurais, com o auxilio do ANFIS.

As previsdes de vazdes afluentes médias mensais apresentaram resultados

significativos para o posto hidrolégico da Usina Hidrelétrica de Sobradinho, e nota-se
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que os melhores resultados da previsao de vazado estdo relacionados aos periodos de
baixa estacdo chuvosa.

De forma geral, foram obtidos resultados satisfatorios com erros relativamente
pequenos. Assim, fica constatada a eficiéncia dos modelos desenvolvidos baseados em
ferramentas de inteligéncia artificial, sendo de grande utilidade para o planejamento e
operagdo do sistema hidroelétrico brasileiro, mitigando assim possiveis déficits de

energia em periodos de estiagem.

7.2 Trabalhos Futuros

Os sistemas de previsdo apresentados neste trabalho t€ém o objetivo de colaborar
com o ONS evitando que surpresas desagradaveis venham a acontecer por falta de uma
previsdo confidvel. Apesar dos bons resultados apresentados pelos modelos, a
perspectiva que eles sejam estendidos/ampliados continua. Desta forma, propdem-se os

seguintes trabalhos futuros:

e Quanto aos modelos utilizados nesse trabalho, sabe-se que eles podem ser
melhorados em busca de erros menores;

e E possivel ainda fazer a previsio com outros horizontes de previsdo com o
intuito de obter erros ainda menores;

e Estudo/pesquisa de novas configuragdes com RNAs e outras técnicas de ajustes;

e Estudo de outros tipos de rede e algoritmos de treinamento aplicado em
previsao;

e Avaliar capacidade de previsdo dos modelos desenvolvidos em reservatdrios de
outras bacias hidrogréficas;

e Avaliagdo do impacto da previsdo junto com ONS.
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APENDICE

e BASE DE DADOS

ANO JAN FEV MAR ABR MAI JUN JUL AGO SET OUT NOV DEZ
1931 4676 4805 6630 7333 4467 2397 1870 1619 1448 1376 1935 2207
1932 4036 4531 3214 1976 1425 1292 1176 995 905 982 2107 3594
1933 5014 5516 3429 2692 1905 1357 1250 1072 915 1194 1799 3336
1934 6110 4222 2298 1615 1785 1167 997 897 799 877 905 1605
1935 4519 5442 5408 4716 3740 2010 1557 1237 1055 1079 1178 2585
1936 2696 2664 4174 2764 2109 1300 1092 934 861 887 1597 2724
1937 4643 5598 4242 2888 2237 1454 1231 1036 900 920 2395 4703
1938 6307 4237 3850 2372 1613 1419 1157 1033 956 914 1538 2957
1939 5096 5897 4891 2156 1627 1258 1107 1035 936 1285 1020 1707
1940 3103 4739 5500 4297 1914 1416 1187 1055 861 926 2138 3793
1941 5004 4423 4132 4791 2721 1658 1423 1260 1022 1137 1670 2315
1942 4624 4420 5277 3360 2274 1547 1300 1117 1024 1324 2274 5170
1943 6185 9469 7966 5097 2881 2113 1774 1522 1290 1394 2205 5150
1944 6328 4864 4749 3729 2518 1738 1468 1278 1102 962 1651 3848
1945 5632 6944 7973 7150 8764 3939 2591 2078 1703 1978 3267 5593
1946 7284 10080 4595 5591 3581 2453 2009 1724 1497 1518 2171 3769
1947 3749 5142 5706 7283 4318 2353 1942 1626 1613 1436 3112 4248
1948 6343 4520 5422 4016 2210 1846 1581 1359 1207 1323 1504 5155
1949 7850 9219 13034 7136 3499 2589 2155 1820 1547 1464 2929 2944
1950 4451 4716 3461 3784 2620 1742 1515 1305 1076 1266 2138 4127
1951 4179 4156 4439 4855 2522 1846 1487 1276 1103 1027 942 1641
1952 3310 4717 5792 6938 3257 1971 1605 1312 1192 1136 1782 3393
1953 3563 1792 2684 3741 1934 1308 1108 972 858 1161 1411 3189
1954 4405 2779 2780 2429 1444 1201 979 852 715 645 880 3544
1955 2310 4051 2165 2616 1437 1072 900 788 678 661 1977 3305
1956 5370 2215 4585 2543 1773 1640 1325 1067 903 841 1468 3687
1957 5948 7119 6903 7965 5817 2769 2033 1644 1373 1522 1416 4341
1958 3623 5212 3385 3104 2421 1697 1413 1421 1128 1518 1838 1798
1959 3601 3660 3495 2708 1364 1139 1015 906 820 847 1600 2711
1960 3291 5729 6124 6060 2468 1764 1388 1151 979 902 1076 4172
1961 5755 7765 6407 3479 2328 1737 1389 1188 993 883 1098 1680
1962 3616 5406 4433 3161 2003 1476 1260 993 844 1173 1967 3057
1963 5658 6556 3462 1684 1401 1119 991 898 801 712 946 1106
1964 3543 7732 5284 2569 1566 1166 1019 924 734 878 2855 4250
1965 5188 5056 5560 5836 2872 1837 1510 1269 1053 1430 2663 4170
1966 4402 6188 6708 4287 2625 1908 1513 1330 1081 1200 1911 2532
1967 5105 4685 4016 3596 2453 1537 1296 1135 968 887 1703 3911
1968 5561 4444 6495 5090 2309 1641 1430 1307 1238 1298 1760 4453
1969 2837 3950 3851 2322 1656 1233 1107 987 841 905 2631 4879
1970 5959 6441 4717 2574 1899 1428 1273 1098 1060 1561 2982 2702
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1971
1972
1973
1974
1975
1976
1977
1978
1979
1980
1981
1982
1983
1984
1985
1986
1987
1988
1989
1990
1991
1992
1993
1994
1995
1996
1997
1998
1999
2000
2001
2002
2003
2004

1650
4959
4644
4561
4301
2007
4701
5872
5929
6347
5974
6811
5072
6328
5566
6332
3150
5163
3601
9467
3742
4651
5840
5366
2872
4478
6202
3343
3013
4169
3158
4440
4118
3233

1436
2886
3784
3046
4111
1927
5751
5145
9409
9918
4916
7990
7258
2999
7789
7556
2606
3829
2715
3681
5138
9244
4644
4689
3220
2180
4622
3360
1827
5271
1695
4761
4387
5002

1755
3381
3607
3222
2392
2107
2163
6259
15676
10490
3817
7135
9245
2686
6701
4732
2604
4116
3018
3101
4639
12915
3943
4993
2837
2234
4461
3096
4212
4455
1719
3516
2737
6786

1407
2972
4402
5184
2446
1765
2131
4019
7174
4684
5781
6885
6550
3469
5015
2140
2759
2843
1672
1975
5139
3754
2590
4521
2587
1593
4053
1536
2245
3316
1096
2234
2604
5329

1122
1785
2054
2872
1924
1037
1797
2490
3610
3388
2728
3678
4189
1773
2432
1753
1701
1852
1142
1359
2340
2614
1801
2154
1731
1184
2438
1122
1201
1730

845
1074
1374
2737

913
1250
1443
1718
1233
1015
1294
2221
2745
2359
2026
2536
2510
1328
1773
1283
1159
1173
1030
1060
1470
1765
1439
1470
1188

934
1747

950

874
1188

824

883

983
1493

827
1143
1253
1397
1133

796
1091
1526
2267
2220
1637
2131
2070
1158
1423
1230
1071
1033
1013
1130
1222
1444
1245
1378
1087

785
1294

838

787

930

645

851

890
1304
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722
1021
1001
1233

961

772

955
1458
1949
1875
1509
1765
1748
1059
1259
1230

840

979

858

987
1125
1283
1105
1081

851

668
1197

751

663

923

632

644

747
1010

743
863
836
1046
780
985
912
1187
2034
1669
1342
1586
1441
1270
1235
1128
800
767
893
968
1031
1384
981
1022
672
699
1047
620
695
918
659
506
680
899

1182
1418
1341
1116
1033
1442
1149
1614
1992
1808
1960
1618
2050
1314
1636
1056
920
989
996
984
1323
1860
1214
782
895
730
1052
704
570
703
714
665
506
889

2377
1969
3233
1868
2358
2187
1477
2055
3305
2380
4448
1481
3720
1691
2148
1117
1325
1566
1883
1355
2095
4269
1180

989
1651
1702
1343
1994
1601
1823
1201

936

843
1063

6411
3790
4492
2410
2727
4818
2873
4045
3333
4856
6170
1701
5827
3888
3265
1872
3709
2619
5073
1617
3057
4814
2046
3062
3244
3317
3446
3241
2990
3655
2187
1871
1611
1841
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